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ABSTRAK 
 

Ilmi, Rifqy Rosyidah. 2024. Model Analisis Prediksi Rating Film Menggunakan 
Random Forest dan Neural Network. Thesis. Program Studi Magister 
Informatika Fakultas Sains dan Teknologi Universitas Islam Negeri Maulana 
Malik Ibrahim Malang. Pembimbing: (I) Dr. Fachrul Kurniawan, M. MT., IPM 
(II) Dr. M. Ainul Yaqin, M.Kom 

 
Kata kunci: IMDb, Random Forest, Neural Network, SMOTE. 
 

 Rating film menjadi salah satu indikator utama kesuksesan suatu film. Rating film 
tidak hanya mencerminkan preferensi penonton, tetapi juga memiliki dampak signifikan 
terhadap pendapatan dan popularitas film. Penelitian ini bertujuan mengidentifikasi faktor-
faktor yang mempengaruhi rating film pada situs IMDb, serta membandingkan performa 
metode klasifikasi Random Forest (RF) dan Neural Network (NN) dalam memprediksi 
rating film. Analisis menunjukkan bahwa genre Drama, Drama/Romance, dan 
Action/Crime/Thriller, serta tema judul yang mencerminkan pengalaman universal seperti 
"Love" dan "Life," memiliki korelasi positif dengan skor IMDb. Film berdurasi panjang 
dan dengan rating dewasa juga cenderung lebih dihargai oleh audiens. Dalam perbandingan 
model, RF menunjukkan performa paling optimal. Pada skenario dengan penerapan 
SMOTE, akurasi RF mencapai 0.78 dengan nilai presisi dan recall yang konsisten dalam 
mendeteksi kelas positif pada data yang tidak seimbang. Model NN menunjukkan performa 
yang lebih fluktuatif dan membutuhkan penyesuaian lebih lanjut.  
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ABSTRACT 
 

Ilmi, Rifqy Rosyidah. 2024. Film Rating Prediction Model Analysis Using Random 
Forest and Neural Network. Thesis. Master’s Program in Informatics, Faculty 
of Science and Technology, State Islamic University Maulana Malik Ibrahim 
Malang. Supervisors: (I) Dr. Fachrul Kurniawan, M. MT., IPM (II) Dr. M. 
Ainul Yaqin, M.Kom. 

 
Keywords: IMDb, Random Forest, Neural Network, SMOTE. 
 

 Film ratings are one of the key indicators of a film's success. Film ratings not only 
reflect audience preferences but also have a significant impact on the film's revenue and 
popularity. This study aims to identify the factors influencing film ratings on IMDb and 
compare the performance of the Random Forest (RF) and Neural Network (NN) 
classification methods in predicting film ratings. The analysis shows that genres such as 
Drama, Drama/Romance, and Action/Crime/Thriller, as well as titles with universal themes 
like "Love" and "Life," are positively correlated with IMDb scores. Films with longer 
durations and adult ratings also tend to be rated higher by audiences. In the model 
comparison, RF demonstrated the most optimal performance. In the skenario using 
SMOTE, RF achieved an accuracy of 0.78 with consistent precision and recall values in 
detecting the positive class in imbalanced data. The NN model showed more fluctuating 
performance and requires further adjustments. 
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 ةصلاخ
 

يملع  ةلاسر .ةيبصعلا ةكبشلاو ةيئاوشعلا ةباغلا مادختسF ملافلأا فينصت عقوت جذونم ليلتح .2024 .هد-زور يقفير ،  
 ةيموكلحا ةيملاسلإا ميهاربإ كلام Zلاوم ةعماج ،ايجولونكتلاو مولعلا ةيلك ،ةيتامولعلما في يرتسجالما جمZرب .يرتسجام
 بوساح يرتسجام ،ينقيلا ينع .م .د IPM (II) ،ةسدنه يرتسجام ،ناواينروكلا رخف .د (I) :نوفرشلما .جنلاام

 
 .SMOTE ،ةيبصعلا ةكبشلا ،ةيئاوشعلا ةباغلا ، IMDb :ةيحاتفلما تاملكلا

 
يربك يرث� اضًيأ اله لب ،طقف روهملجا تلايضفت ملافلأا تامييقت سكعت لا ثيح .مليفلا حانج تارشؤم زربأ نم ملافلأا تامييقت دعت  

عقوم ىلع ملافلأا تامييقت في رثؤت تيلا لماوعلا ديدتح لىإ ةساردلا هذه فد� .هتيبعشو مليفلا تاداريإ ىلع  IMDb ءادأ ةنراقمو  
ةيئاوشعلا ةباغلا لثم فينصتلا بيلاسأ  (RF) ةيبصعلا ةكبشلاو  (NN) عاونلأا نأ تلايلحتلا ترهظأ .ملافلأا تامييقتب ؤبنتلا في  

ةايلحا" و "بلحا" لثم ةيلماع عيضاوم ىلع يوتتح تيلا نيوانعلا كلذكو ،قيوشتلا/ةيمرلجا/نشكلأاو ،ةيسنامورلا/اماردلا ،اماردلا لثم "، 
تاجرد عم ايًبايجإ اطًابترا طبترت  IMDb. ىلع لوصلحا لىإ اضًيأ ليتم رابكلل يرمعلا فينصتلاو ةليوطلا ةدلما تاذ ملافلأا نأ امك  

مادختسا هيف تم يذلا ويرانيسلا في .ةءافك رثكأ ءًادأ ةيئاوشعلا ةباغلا ترهظأ ،جذامنلا ةنراقم في .روهملجا نم ىلعأ تامييقت  
SMOTE، في ةيبايجلإا ةئفلا نع فشكلا في "عاجترسلاا"و "ةقد" ـلل ةتب� ميق عم 0.78 لىإ لصت ةقد ةيئاوشعلا ةباغلا تققح  

تلايدعتلا نم ديزم لىإ جاتتحو ابًلقت رثكأ ءًادأ ةيبصعلا ةكبشلا ترهظأ امنيب .ةنزاوتلما يرغ تZايبلا . 
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BAB I  

PENDAHULUAN 

1.1 Latar Belakang  

Film merupakan salah satu media komunikasi yang sangat efektif dalam 

menyampaikan pesan, baik dalam konteks hiburan maupun edukasi. Sebagai media 

dakwah, film memiliki kemampuan yang unik untuk memengaruhi pola pikir, 

sikap, dan perilaku masyarakat melalui visualisasi cerita yang menyentuh dan 

inspiratif. Redi Panuju (2019) mengungkapkan bahwa film dapat menjadi sarana 

dakwah yang kuat, menyampaikan pesan kemanusiaan, sejarah Islam, serta kisah-

kisah tokoh berpengaruh dalam Islam dengan cara yang mudah diterima oleh 

berbagai kalangan masyarakat. Dalam perspektif ini, film tidak hanya berfungsi 

sebagai media hiburan, tetapi juga sebagai alat penyebaran pesan moral dan 

keagamaan yang dapat memberikan dampak positif bagi masyarakat. Pratiwi 

(2018) menambahkan bahwa film yang diproduksi sesuai dengan syariat Islam dan 

tidak melanggar norma-norma sosial memiliki potensi untuk menjadi karya yang 

bermanfaat secara luas. Sebagaimana firman Allah SWT dalam surat An – Nahl  

Ayat 125, Allah menyeru manusia untuk menyampaikan pesan dengan hikmah dan 

pelajaran yang baik: 

 نْعَ َّلضَ نْبمَِ مُلَعْاَ وَهُ كََّبرَ َّناِ نُۗسَحْاَ يَهِ تيَِّْل3ِ مْلهُْدِاجَوَ ةِنَسَلحَْا ةِظَعِوْمَلْاوَ ةِمَكْلح3ِِْ كَبِّرَ لِيْبِسَ لىٰاِ عُدْاُ
*()۝ نَيْدِتَهْمُل3ِْ مُلَعْاَ وَهُوَ هلِيْبِسَ  

 
“Serulah (manusia) kepada jalan Tuhanmu dengan hikmah dan pelajaran 

yang baik, serta bantahlah mereka dengan cara yang baik”.  
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Ayat ini menunjukkan pentingnya cara yang bijak dan beretika dalam 

menyampaikan pesan moral, termasuk melalui media seperti film yang dapat 

menjangkau berbagai kalangan dengan cara yang menyentuh. 

Selain berfungsi sebagai media edukasi, film juga merupakan komoditas yang 

memiliki nilai jual serta konsumen atau pengguna (Wahyudi, 2018). Tidak hanya 

film layar lebar, layanan streaming berbasis platform digital menjadi tantangan baru 

bagi industri perfilman. Data statistik menunjukkan bahwa pendapatan dari 

berlangganan video on demand di Indonesia dapat mencapai USD 411 juta pada 

tahun 2021, dengan jumlah pengguna sebesar 16% dan diperkirakan akan naik 

menjadi 20% pada tahun 2025 (Herman, 2021). Fenomena ini menunjukkan bahwa 

film tidak hanya berfungsi sebagai media hiburan, tetapi juga merupakan salah satu 

sektor ekonomi yang menjanjikan. Industri film menghadapi persaingan ketat, di 

mana kualitas dan popularitas film menjadi faktor penentu kesuksesan di pasar 

global. 

Pertumbuhan jumlah film di seluruh dunia yang pesat telah memicu 

pertumbuhan database yang semakin besar. Database tersebut kemudian menjadi 

big data (Wahyudi, 2017). Kemampuan big data analytics menjadi keunggulan 

yang dicari di tengah kompetisi bisnis yang ketat. Dalam melakukan aanalisis data, 

diperlukan teknik data mining. Data mining adalah kegiatan mengekstraksi, 

menemukan hubungan, pola, dan kecenderungan dari data berukuran besar. Data 

mining juga dikenal dengan nama Knowledge Discovery in Databases (KDD). 

Mesin pembelajaran (machine learning) menjadi salah satu alat dalam data mining 
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untuk menemukan pola, menjalankan statistika, matematika, dan kecerdasan buatan 

dalam mengekstraksi serta mengidentifikasi pengetahuan yang bermanfaat dari 

database yang besar (Wahyudi, 2017). 

Seiring dengan berkembangnya industri film, data terkait film seperti judul, 

sutradara, aktor, genre, dan rating kini tersedia dalam jumlah besar secara online 

melalui berbagai platform, salah satunya IMDb (International Movie Database). 

IMDb menyediakan data yang komprehensif dan diakui secara luas, termasuk 

ulasan dan penilaian pengguna yang mempengaruhi rating film. Rating ini 

berfungsi sebagai indikator penting yang mencerminkan kualitas suatu film (Bristi 

et al., 2019). Semakin banyaknya film yang dirilis setiap tahun, membuat penonton 

semakin bergantung pada rating untuk menentukan apakah akan menonton film 

tersebut atau tidak. Bagi produser dan pemangku kepentingan industri film, rating 

juga berperan penting dalam memprediksi potensi kesuksesan film di pasar. 

Rentang nilai rating film di IMDb berkisar antara 1 (satu) hingga 10 (sepuluh). 

Dalam konteks ini, pentingnya menghasilkan karya yang baik sesuai dengan firman 

Allah SWT dalam Surat Al-Mulk Ayat 2: 

   رُوْفُغَلْا زُـْيزِعَلْا وَهُوَ ۗ لاًمَعَ نُسَحْاَ مْكُُّياَ مْكُوَلُْـبـَيلِ ةَويٰلحَْاوَ تَوْمَلْا قَلَخَ يْذَِّلا
 

“Yang menciptakan mati dan hidup, untuk menguji kamu, siapa di antara kamu 
yang lebih baik amalnya. Dan Dia Maha Perkasa, Maha Pengampun”.  

 

Ayat ini menekankan bahwa setiap karya, termasuk karya dalam bentuk 

film, adalah bagian dari amal yang akan diuji oleh Allah. Oleh karena itu, kualitas 

dan manfaat dari sebuah film menjadi faktor penting yang harus diperhatikan dalam 
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proses produksinya, agar tidak hanya bernilai di mata manusia tetapi juga bernilai 

di sisi Allah. 

Sebagaimana yang tercantum dalam ayat di atas, para pemangku 

kepentingan dalam industri film dapat diuntungkan dengan adanya usaha prediksi 

rating. Bagi investor, rating dapat menjadi tolak ukur untuk berinvestasi dalam film. 

Sutradara pun dapat memanfaatkan ini untuk memahami kombinasi faktor yang 

paling cocok untuk membuat film yang sukses. Dalam Al-Qur'an, penilaian 

merupakan bagian penting dari kehidupan manusia. Dengan usaha yang baik, 

penilaian yang baik pun akan didapat, sebagaimana yang tertera dalam surat At-

Tawbah ayat 105: 

نولُمَعْـَت مْتُْـنكُ ابمَِ مْكُئُبِّـَنـُيـَف ةِدَاهََّشلاوَ بِيْغَلْا لمِِاعَ لىَإِ نَوُّدترَُسَوَ نَونُمِؤْمُلْاوَ هُلُوسُرَوَ مْكُلَمَعَُ fَّا ىيرََسَفَ اولُمَعْا لِقُوَ  
 

”Dan katakanlah: “Bekerjalah kamu, maka, Allah dan Rasul-Nya, serta orang-
orang mukmin akan melihat pekerjaanmu itu, dan kamu akan dikembalikan kepada 
Allah Yang Mengetahui akan yang gaib dan yang nyata, lalu diberitakan-Nya 
kepadamu apa yang telah kamu kerjakan”.  
 

Kata “i’malû” berarti beramallah. Kata ini juga dapat diartikan sebagai 

“bekerjalah.” Dalam Islam, bisnis dipandang sebagai pekerjaan yang 

menguntungkan dan menyenangkan. Bisnis yang menguntungkan tidak hanya 

mengandalkan ukuran yang benar dan timbangan yang tepat, tetapi juga harus 

menghindari segala bentuk dan praktik kecurangan (Ihwanudin et al., 2022). 

Penelitian ini bertujuan untuk mengembangkan model prediksi rating film 

menggunakan algoritma Random Forest dan Neural Network secara terpisah. 

Algoritma Random Forest dikenal sebagai algoritma ensemble yang efektif dalam 
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menangani data bersifat non-linear (Abarja & Wibowo, 2020), sedangkan Neural 

Network memiliki kemampuan untuk mengidentifikasi pola kompleks dalam data 

(Zheng, 2024). Dengan memanfaatkan data dari IMDb yang mencakup judul, 

sutradara, aktor, genre, dan ulasan pengguna, kedua algoritma ini diharapkan dapat 

menghasilkan prediksi rating film yang lebih akurat (Kumar, 2020). 

Prediksi rating film menjadi penting karena membantu penonton dalam 

menentukan film yang layak ditonton serta membantu produser dan stakeholder 

industri film dalam memahami faktor-faktor yang berpengaruh terhadap 

kesuksesan film. Penelitian sebelumnya telah menggunakan berbagai algoritma 

machine learning, seperti Convolutional Neural Network (CNN), K-Nearest 

Neighbour (KNN), dan XG Boost dalam prediksi rating, namun akurasi yang 

dicapai masih belum optimal. Dalam penelitian Abarja & Wibowo (2020), akurasi 

prediksi rating hanya mencapai 76% hingga 85%. Oleh karena itu, diperlukan 

pengembangan model yang lebih akurat untuk meningkatkan hasil prediksi.

 Penelitian ini akan melalui beberapa tahapan, dimulai dari pengumpulan 

data film yang diperoleh dari IMDb, mencakup informasi seperti judul, sutradara, 

aktor, genre, dan rating film. Setelah itu, dilakukan preprocessing data untuk 

menghilangkan noise dan menangani variabel yang tidak relevan. Teknik SMOTE 

(Synthetic Minority Over-sampling Technique) akan diterapkan untuk mengatasi 

ketidakseimbangan data, sehingga model dapat memprediksi rating dengan lebih 

akurat. Selanjutnya, dua model machine learning, yaitu Random Forest dan Neural 

Network, akan dikembangkan dan dievaluasi menggunakan teknik cross-validation 

untuk menguji kinerja dan generalisasi model terhadap data baru. Akhirnya, 
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evaluasi kinerja model akan dilakukan dengan metrik seperti akurasi, precision, 

recall, dan F1-score, di mana hasil dari kedua model ini akan dibandingkan untuk 

menentukan model yang memberikan prediksi paling akurat. 

Penelitian sebelumnya terkait prediksi rating film telah menghasilkan 

berbagai model dengan tingkat akurasi yang bervariasi. Sebagian besar penelitian 

menghadapi tantangan dalam menangani ketidakseimbangan data serta memahami 

kompleksitas hubungan antar variabel. Abarja & Wibowo (2020) menggunakan 

CNN dan ANN untuk memprediksi rating film, mencapai akurasi 76,45% dengan 

CNN dan 85,27% dengan ANN, namun tetap terbatas dalam mengatasi 

ketidakseimbangan data. Di sisi lain, Gaikar et al (2019) dan Dixit et al (2020) 

menggunakan metode seperti Random Forest dan XG Boost, dengan hasil yang 

juga belum optimal dalam menangani aspek ketidakseimbangan. Lebih lanjut, 

penelitian oleh Kumar (2020) menunjukkan bahwa Random Forest memiliki 

potensi kuat dalam memprediksi kesuksesan film, tetapi akurasinya belum 

maksimal. Arther Sandag (2020) menunjukkan hasil serupa dalam konteks rating 

aplikasi, mencapai akurasi 86,27%. Sedangkan penelitian oleh (Nova Idriani et al , 

2024) telah mulai mengatasi ketidakseimbangan data dengan menggunakan 

SMOTE, menghasilkan peningkatan akurasi dalam model prediksi sentimen film. 

Oleh karena itu, penelitian ini difokuskan pada pengembangan model prediksi 

rating film yang lebih akurat dengan memperbaiki performa algoritma Random 

Forest dan Neural Network melalui penerapan teknik SMOTE untuk mengatasi 

masalah ketidakseimbangan data. Random Forest diharapkan dapat menangani data 

yang bersifat non-linear dengan lebih baik, sementara Neural Network akan 
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dievaluasi kemampuannya dalam mengidentifikasi pola kompleks dalam data. 

Kedua metode ini diharapkan mampu meningkatkan akurasi prediksi serta relevansi 

hasil dalam industri perfilman yang kompetitif. 

1.2 Pernyataan Masalah 

Berdasarkan latar belakang masalah yang telah diuraikan maka pernyataan 

masalah dalam penelitian ini adalah : 

1. Faktor – faktor apa yang mempengaruhi dalam analisis prediksi rating film? 

2. Metode machine learning mana yang paling optimal dalam analisis prediksi 

rating film? 

1.3 Tujuan Penelitian 

Tujuan dari penelitian ini adalah sebagai berikut: 

1. Menganalisis faktor-faktor yang mempengaruhi analisis prediksi rating film 

seperti genre, sutradara, aktor. 

2. Menilai efektivitas metode machine learning khususnya Random Forest dan 

Neural Network dalam memprediksi rating film. 

1.4 Manfaat Penelitian 

Manfaat penelitian ini mencakup: 

1. Memberikan wawasan bagi produser dan sutradara untuk meningkatkan 

kesuksesan film. 

2. Membantu investor dalam menilai potensi investasi berdasarkan prediksi 

rating. 

3. Menyediakan alat analisis yang berguna bagi industri perfilman. 
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1.5 Batasan Masalah 

Dari permasalahan yang dirumuskan, maka batasan permasalahan dalam 

penelitian ini adalah : 

1. Menggunakan data dari IMDb. 

2. Berfokus hanya pada metode Random Forest dan Neural Network tanpa 

membandingkan dengan metode lain. 

3. Analisis terbatas pada rating film dalam rentang 1 hingga 10. 

1.6 Sistematika Penulisan 

Pembuatan penelitian ini dilakukan dengan sistematika penulisan sebagai 

berikut: 

1. BAB I PENDAHULUAN 

Berisi latar belakang, permasalahan, tujuan, batasan masalah, manfaat serta 

sistematika penulisan. 

2. BAB II STUDI PUSTAKA  

Berisi teori tentang kajian teori yang berhubungan dalam penelitian skrispsi 

ini serta terori dasar tentang perawat, penjadwalan, algoritma genetika dan 

teori-teori yang berhubungan dalam ini. 

3. BAB III METODOLOGI PENELITIAN 

Berisi uraian tentang pola dan rancangan penelitian, bahan atau materi 

penelitian, alat, jalannya penelitian, dan analisis hasil penelitian. 

4. BAB IV HASIL DAN PEMBAHASAN 

Berisi hasil dari penelitian yang telah dilakukan, analisis data, serta 

pembahasan mengenai temuan-temuan yang diperoleh. Dalam bab ini juga 

diuraikan evaluasi model yang digunakan serta perbandingan hasil antara 

metode yang diterapkan. 

5. BAB V PENUTUP 

Berisi kesimpulan dari hasil penelitian, saran untuk penelitian selanjutnya, 

serta implikasi praktis dari temuan yang diperoleh
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BAB II 

STUDI PUSTAKA 

2.1 Analisis Prediksi Rating Film 

 Allah SWT dalam Surat Al-Hujurat Ayat 6 berfirman : 

pَٰٓيْمِدِنٰ مْتُلْعَـَف امَ ىلٰعَ اوْحُبِصْتُـَف ةٍلَاهَبجَِ ۢ امًوْـَق اوْـُبْـيصِتُ نْاَ اوْٓـُنَّـيـَبـَتـَف اٍبَـَنبِ قٌۢسِافَ مْكُءَاۤجَ نْاِ اوْٓـُنمَاٰ نَيْذَِّلا اهَُّـي  
 

“Wahai orang-orang yang beriman, jika seorang fasik datang kepadamu membawa 
berita penting, maka telitilah kebenarannya agar kamu tidak mencelakakan suatu 
kaum karena ketidaktahuan(-mu) yang berakibat kamu menyesali perbuatanmu 
itu”. 

 Dalam ayat diserukan tentang pentingnya memeriksa informasi dengan teliti 

sebelum mengambil keputusan. Hal ini relevan dengan analisis prediksi rating film, 

yang membutuhkan verifikasi data yang akurat dan proses pengambilan keputusan 

yang berbasis kebenaran. Begitu pula, Surat Al-Baqarah Ayat 269: 

بِابَلْلاَْا اولُواُ َّٓلااِ رَُّكَّذيَ امَوَ اۗيرًْثِكَ ايرًْخَ تيَِوْاُ دْقَـَف ةَمَكْلحِْا تَؤُّْـي نْمَوَ ءُۚاۤشََّي نْمَ ةَمَكْلحِْا ىتِؤُّْـي  
 

“Dia (Allah) menganugerahkan hikmah kepada siapa yang Dia kehendaki. Siapa 
yang dianugerahi hikmah, sungguh dia telah dianugerahi kebaikan yang banyak. 
Tidak ada yang dapat mengambil pelajaran (darinya), kecuali ululalbab”. 
 

 Ditekankan bahwa hikmah dan penggunaan akal sehat merupakan karunia 

besar yang harus dimanfaatkan secara bijaksana. Dalam konteks ini, penelitian ini 

menggunakan metode machine learning sebagai bentuk penerapan kebijaksanaan 

dalam memproses data film, sehingga menghasilkan model prediksi yang dapat 

diandalkan. 

Penelitian yang berkaitan dengan thesis ini mengungkapkan berbagai 

pendekatan dalam memprediksi rating film menggunakan teknik machine learning. 
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Studi ini merupakan bagian penting untuk menilai sejauh mana penelitian terkait 

topik ini telah dilakukan dan memberikan justifikasi terhadap pengembangan yang 

diperlukan. 

Penelitian pertama yang relevan dilakukan oleh Abarja & Wibowo (2020) 

menggunakan Convolutional Neural Network (CNN) untuk memprediksi rating 

film. Data yang digunakan mencakup data akun pengguna, metadata film, dan data 

media sosial sebagai input. Penelitian ini berhasil mencapai akurasi sebesar 76,45% 

dengan CNN dan 85,27% dengan Artificial Neural Network (ANN). Penelitian ini 

menunjukkan bahwa penggunaan nilai historis dalam fitur numerik memberikan 

hasil yang baik dalam prediksi rating film sebelum film dirilis.  

Selanjutnya, penelitian oleh Gaikar et al (2019) menggunakan metode K-

Nearest Neighbour (KNN), CART, dan Random Forest untuk memprediksi faktor 

kesuksesan film. Data yang digunakan meliputi metadata film dan data media 

sosial. Penelitian ini mencapai akurasi 79% dengan model KNN, menunjukkan 

bahwa faktor popularitas, seperti aktor, aktris, sutradara, dan penulis, sangat 

berpengaruh dalam prediksi kesuksesan film.  

Penelitian lainnya oleh Dixit et al (2020) memanfaatkan model Regresi 

Linier, Random Forest, dan XG Boost untuk memprediksi rating film. Berdasarkan 

metadata film dan data media sosial, penelitian ini memperoleh akurasi sebesar 

76% dengan Regresi Linier, 83% dengan Random Forest, dan 82% dengan XG 

Boost. Hasil penelitian ini menegaskan bahwa metode klasifikasi dan regresi linier 

efektif dalam mengidentifikasi faktor-faktor yang memengaruhi kesuksesan sebuah 

film.  
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Selain itu, penelitian oleh Vahidi Farashah et al (2021) menggunakan 

Content-Based Recommender System (CBRS) dan Deep Neural Network dalam 

merekomendasikan film. Input yang digunakan adalah metadata film dan data 

media sosial. Penelitian ini berhasil menurunkan Mean Squared Error (MSE) 

dengan nilai 38,59%, 8,67%, 8,45%, dan 8,15%. Hasil penelitian ini menegaskan 

bahwa sistem rekomendasi hybrid memberikan hasil optimal dalam 

merekomendasikan film berdasarkan kesamaan atribut dan penerapan deep Neural 

Network.  

Penelitian lain yang relevan dilakukan oleh Sandag (2020) yang 

menggunakan Random Forest untuk memprediksi rating aplikasi di App Store 

dengan input berupa data aplikasi. Hasilnya menunjukkan akurasi 86,27%, recall 

84,68%, precision 84,64%, serta RMSE sebesar 31,3%. Hal ini menunjukkan 

bahwa Random Forest memiliki potensi untuk memprediksi rating aplikasi dengan 

hasil yang sangat baik.  

Penelitian oleh Zheng (2024) menggunakan algoritma Random Forest untuk 

menganalisis sentimen ulasan film. Penelitian ini berhasil mencapai akurasi sebesar 

86% dalam menganalisis ulasan film dari dataset IMDb. Proses yang dilakukan 

meliputi preprocessing data untuk menghilangkan noise, pelatihan model dengan 

set data yang telah diproses, dan evaluasi kinerja model menggunakan metrik 

seperti akurasi, presisi, recall, dan F1-score. Hasil penelitian ini juga menyajikan 

visualisasi kata-kata yang sering muncul dalam komentar positif dan negatif, 

memberikan wawasan tentang pola bahasa yang terkait dengan sentimen. 
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Sementara itu, penelitian oleh Kumar (2020) menerapkan algoritma Random 

Forest untuk memprediksi kesuksesan film berdasarkan atribut seperti metadata 

dan ulasan. Penelitian ini mencapai akurasi 70%, serta nilai F1 score, precision, dan 

recall masing – masing 69%, 66%, dan 66%, yang lebih baik dibandingkan metode 

lain seperti BernoulliNB dan logistic regression. Analisis komparatif menunjukkan 

mean absolute error dan mean square error masing – masing 32% dan 36%, 

mengindikasikan peningkatan signifikan dalam prediksi kesuksesan film. 

Penelitian oleh Shabrina Assyifa & Luthfiarta (2024) ini membahas 

klasifikasi data teks dengan fokus pada analisis sentimen dan emosi ulasan aplikasi 

mobile di Indonesia. Proses penelitian dimulai dengan stemming menggunakan 

pustaka Sastrawi untuk mengonversi kata-kata ke bentuk dasarnya. Pembersihan 

data dilakukan dengan menghapus nilai hilang dan entri duplikat guna memastikan 

kualitas dataset. Untuk ekstraksi fitur, metode TF-IDF (Term Frequency-Inverse 

Document Frequency) diterapkan menggunakan TfidfVectorizer dari scikit-learn. 

Penelitian ini juga menangani masalah ketidakseimbangan data melalui teknik 

undersampling (Tomek Links), oversampling (SMOTE), dan resampling gabungan 

(SMOTE-Tomek). Dataset dibagi menjadi set pelatihan (80%) dan set pengujian 

(20%), dengan model klasifikasi seperti Random Forest dan Support Vector 

Machine (SVM) digunakan untuk menganalisis emosi. Kinerja model dievaluasi 

menggunakan matriks kebingungan serta metrik akurasi, presisi, recall, dan F1-

score. Hasil penelitian menunjukkan bahwa penerapan SMOTE-Tomek 

meningkatkan kinerja model dari 58% menjadi 84%, dan optimasi lebih lanjut 

dengan GridSearchCV meningkatkan akurasi menjadi 85%. Penelitian ini 



13 
 

 
 

menegaskan pentingnya klasifikasi emosi pengguna dalam ulasan aplikasi dan 

merekomendasikan eksplorasi teknik resampling lainnya di masa depan. 

Di sisi lain, penelitian oleh Nova Idriani et al (2024) ini menggunakan tiga 

algoritma machine learning-Naïve Bayes, Decision Tree, dan Random Forest 

dengan pembagian data 80:20. Untuk menyeimbangkan kelas sentimen (positif, 

negatif, netral), metode oversampling SMOTE diterapkan. SMOTE, atau Synthetic 

Minority Over-Sampling Technique, menciptakan data sintetis dalam kelas 

minoritas dengan langkah-langkah sebagai berikut: memilih jumlah k tetangga 

terdekat, secara acak memilih l titik data dari k tetangga terdekat, dan menciptakan 

data sintetis berdasarkan titik data yang ada. Sebelum penerapan SMOTE, terdapat 

ketidakseimbangan jumlah data di antara kelas-kelas sentimen, tetapi setelah 

penerapan, semua kelas memiliki jumlah data yang seimbang, yaitu 445 data poin 

untuk masing – masing  kelas. Hasil analisis menunjukkan bahwa algoritma 

Decision Tree mencapai akurasi tertinggi sebesar 91%, diikuti oleh Naïve Bayes 

dengan akurasi 86%, dan Random Forest dengan akurasi 88%. 

Dalam penelitian oleh Nugroho & Rilvani (2023), tujuan utamanya adalah 

mengembangkan model klasifikasi yang efektif untuk memprediksi risiko 

kebangkrutan dengan mengoptimalkan algoritma Random Forest melalui 

oversampling SMOTE. Dataset yang digunakan diambil dari Kaggle, berisi 6819 

catatan kebangkrutan dari Taiwan Economic Journal (1999-2009), dengan 

ketidakseimbangan yang signifikan: 96,77% stabil secara finansial dan 3,23% tidak 

stabil. Penerapan SMOTE membuat dataset lebih seimbang, yang berdampak 

positif pada kinerja klasifikasi. Hasil menunjukkan bahwa akurasi classifier 
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Random Forest meningkat sebesar 7,40%, meskipun recall turun 24,20%, 

menunjukkan perlunya optimasi lebih lanjut untuk meningkatkan performa model 

secara keseluruhan. 

Terakhir, penelitian yang dilakukan oleh Rosyidah Ilmi et al (2023), 

membahas penggunaan metode decision tree untuk memprediksi rating film di 

IMDb dengan mempertimbangkan berbagai atribut, seperti jumlah suara, durasi, 

dan popularitas film di media sosial. Penelitian dimulai dengan proses pembersihan 

data dan analisis pencilan, diikuti dengan pengelompokan atribut dan deteksi 

perbedaan data. Hasil analisis menunjukkan bahwa film yang memiliki banyak 

suara cenderung mendapatkan rating yang lebih tinggi, dan jumlah "like" di 

Facebook berhubungan positif dengan rating film tersebut. Model decision tree 

yang digunakan dalam penelitian ini menunjukkan akurasi yang cukup baik, dengan 

hasil akurasi berturut-turut untuk data training, validasi, dan testing adalah 75,29%, 

72,37%, dan 70,79%. 

Oleh karena itu, studi ini menekankan perlunya penggunaan Random Forest 

dan Neural Network sebagai metode yang lebih canggih dalam memprediksi rating 

film. Penelitian sebelumnya memberikan landasan bagi pengembangan model 

analisis rating film yang lebih efektif, dengan harapan bahwa kombinasi metode 

machine learning ini dapat menghasilkan prediksi yang lebih baik berdasarkan 

metadata film dan data media sosial. Thesis ini bertujuan untuk mengatasi 

kekurangan yang terdapat dalam penelitian sebelumnya dan memberikan kontribusi 

terhadap pengembangan teknik prediksi yang lebih akurat dan relevan. Salah satu 

inovasi yang diusulkan dalam penelitian ini adalah penerapan SMOTE (Synthetic 
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Minority Over-sampling Technique), yang berfungsi untuk menangani masalah 

ketidakseimbangan data, terutama pada film dengan rating yang sangat tinggi atau 

rendah. Dengan meningkatkan jumlah sampel di kelas minoritas, diharapkan model 

yang dihasilkan dapat berfungsi dengan baik dalam meramalkan kesuksesan film. 

Model ini akan mempertimbangkan berbagai faktor yang mempengaruhi penilaian 

penonton terhadap film, termasuk genre, sutradara, dan aktor. 

2.2 Kerangka Teori  

Penelitian ini memiliki kerangka teori yang mengacu pada penelitian 

sebelumnya dan ditunjukkan pada Gambar 2.1. 

 

Gambar 2. 1 Kerangka Teori 

 

Data 
Film

Prediksi dengan Neural network (NN)
1. (Abarja & Wibowo., 2020) CNN
2. (Gaikar et al., 2019) KNN 
3. (Vahidi Farashah et al., 2021) DNN

Analisis 
Prediksi 

Rating Film 
dengan RF 

dan NN

Prediksi dengan Random forest (RF)
1. (Dixit et al., 2020) RF
2. (Sandag,  2020) RF
3. (Zheng., 2024) RF
4. (Kumar,  2020) RF
5. (Nova idriani et aal., 2024) RF smote
6. (Nugroho & rilvani,  2020) RF smote
7. (shabrina assyifaa & luthfiarta., 2024) RF 

Dataset Yang sama ( Lanjutan Penelitian)
1. (Ilmi, Rifqy Rosyidah et al., 2023) Decision Tree
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Kerangka teori dijelaskan melalui langkah- langkah yang dilakukan sebagai 

berikut : 

a. Data yang digunakan diperoleh dari situs IMDb.  

b. Adapun jurnal yang digunakan dalam penelitian ini dapat dilihat pada Tabel 

2.1. 

Pada Tabel 2.1 ditunjukkan perbandingan input dan output penelitian 

sebelumnya serta penelitian yang akan dilakukan. 

  Tabel 2. 1 Daftar Jurnal 

No Referensi Metode Objek/Proses Hasil Perbedaan 
1. (Abarja & 

Wibowo, 2020) 
“Movie rating 
prediction using 
convolutional 
Neural Network 
based on 
historical values” 

Convolution
al Neural 
Network 
(CNN) 

Prediksi rating 
film 
berdasarkan 
data akun 
pengguna, 
metadata film, 
dan data media 
sosial melalui 
proses crawling, 
label encoding, 
normalizer, 
min-max scaler, 
training, testing, 
dan evaluasi 
akurasi. 

CNN 
akurasi 
sebesar 
76.45%, dan 
ANN nilai 
sebesar 
85.27%. 

Menggunakan 
pendekatan CNN 
dan 
membandingkann
ya dengan ANN 
untuk rating film. 
Sedangkan pada 
thesis ini lebih 
fokus pada 
analisis faktor-
faktor yang 
mempengaruhi 
rating film secara 
umum. 

2. (Gaikar et al, 
2019) “Movie 
Success 
Prediction Using 
Popularity Factor 
from Social 
Media” 

K-Nearest 
Neighbour 
(KNN), 
CART, 
Random 
Forest 

Analisis 
metadata film 
dan data media 
sosial melalui 
proses data 
crawling, 
preproses, 
klustering, 
klasifikasi, dan 
prediksi 
kesuksesan 
film. 

Akurasi 
KNN 
sebesar 
79%. 

Menekankan pada 
faktor popularitas 
media sosial 
untuk prediksi 
kesuksesan film. 
Sedangkan pada 
thesis ini 
mencakup lebih 
banyak faktor 
yang 
mempengaruhi 
rating film. 

3. (Dixit et al., 
2020) “Predicting 
the IMDB rating 
by using EDA 
and machine 
learning 
Algorithms,” 

Regresi 
Linier, 
Random 
Forest, XG 
Boost 

Pengembangan 
model untuk 
prediksi rating 
film 
menggunakan 
metadata film 
dan data media 

Akurasi 
Regresi 
Linier 76%, 
Random 
Forest 83%, 
dan XG 
Boost 82%. 

Melakukan 
analisis prediksi 
rating dengan 
perbandingan 
beberapa 
algoritma machine 
learning. 



17 
 

 
 

No Referensi Metode Objek/Proses Hasil Perbedaan 
sosial dengan 
metode 
preproses, cek 
profil, dan 
pengembangan 
model regresi 
dan klasifikasi. 

Sedangkan pada 
thesis ini fokus 
pada algoritma 
Random Forest 
dan Neural 
Network. 

4. (Vahidi Farashah 
et al., 2021) “A 
hybrid 
recommender 
system based-on 
link prediction for 
movie baskets 
analysis,” 

CBRS, Deep 
Neural 
Network 

Rekomendasi 
film melalui 
pengelompokan 
user dengan 
(DBScan) dan 
klasifikasi 
menggunakan 
Deep Neural 
Network serta 
Friendlink 
Algorithm. 

MSE 
menurun 
sebesar 
38.59%, 
8.67%, 
8.45%, dan 
8.15%. 

Mengembangkan 
sistem 
rekomendasi film 
menggunakan 
pendekatan 
hybrid. 
Sedangkan pada 
thesis ini berfokus 
pada prediksi 
rating film, bukan 
rekomendasi. 

5. (Sandag, 2020) 
“Prediksi Rating 
Aplikasi App 
Store 
Menggunakan 
Algoritma 
Random Forest” 

Random 
Forest 

Prediksi rating 
aplikasi App 
Store 
menggunakan 
data aplikasi 
dengan proses 
preproses, 
training, testing, 
10-fold cross-
validation, dan 
evaluasi model. 

Akurasi 
86.27%, 
recall 
84.68%, 
precision 
84.64%, dan 
RMSE 
0.313. 

Menggunakan 
algoritma Random 
Forest untuk 
aplikasi, 
Sedangkan pada 
thesis ini berfokus 
pada prediksi 
rating film 
menggunakan 
beberapa faktor. 

6. (Zheng, 2024) 
“Sentiment 
Analysis for Film 
Reviews Based on 
Random Forest 
Dongling” 
 
 

Random 
Forest 

Analisis 
sentimen ulasan 
film IMDb 
menggunakan 
model Bag-of-
Words dan 
evaluasi dengan 
Random Forest. 

Akurasi 
86%, lebih 
tinggi dari 
Naïve Bayes 
(82%) dan 
SVM (79%). 

Fokus pada 
analisis sentimen 
di media sosial 
untuk 
memprediksi 
rating film, 
Sedangkan pada 
thesis ini lebih 
luas dalam 
analisis faktor 
yang 
mempengaruhi 
rating film. 

7. (Kumar, 2020) 
“MOVIE 
SUCCESS 
PREDICTION 
USING 
RANDOM 
FOREST (RF) 
CLASSIFIER” 
 

Random 
Forest 

Klasifikasi 
kesuksesan film 
berdasarkan 
dataset IMDb 
dan evaluasi 
dengan berbagai 
metrik (akurasi, 
precision, 
recall, F1 score, 
MAE, MSE). 

Akurasi 
70%, F1 
score 69%, 
precision 
66%, dan 
recall 66%. 

Menganalisis 
kesuksesan film 
berdasarkan 
analisis sentimen, 
Sedangkan pada 
thesis ini lebih 
menekankan pada 
faktor-faktor 
spesifik yang 
mempengaruhi 
rating film. 
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No Referensi Metode Objek/Proses Hasil Perbedaan 
9. Nova Idriani et al 

(2024) 
“Sentiment 
Analysis of Public 
Opinion on Films 
Taylor Swift Eras 
Tour on the 
Twitter Platform 
Using the 
Machine 
learning” 

Naïve 
Bayes, 
Decision 
Tree, 
Random 
Forest 

Penggunaan 
tiga algoritma 
machine 
learning untuk 
analisis 
sentimen ulasan 
film dengan 
pembagian data 
80:20 dan 
penerapan 
oversampling 
SMOTE untuk 
menyeimbangk
an kelas 
sentimen. 

Akurasi 
tertinggi 
Decision 
Tree sebesar 
91%, diikuti 
oleh Naïve 
Bayes 86%, 
dan Random 
Forest 88%. 

Menggunakan 
metode SMOTE 
untuk mengatasi 
ketidakseimbanga
n kelas sentimen, 
sedangkan pada 
thesis ini lebih 
fokus pada faktor-
faktor yang 
mempengaruhi 
rating film secara 
umum. 

10 Nugroho & 
Rilvani, (2023) 
“Penerapan 
Metode 
Oversampling 
SMOTE Pada 
Algoritma 
Random Forest 
Untuk Prediksi 
Kebangkrutan 
Perusahaan” 

Random 
Forest 

Mengembangka
n model 
klasifikasi 
untuk 
memprediksi 
risiko 
kebangkrutan 
dengan dataset 
dari Taiwan 
Economic 
Journal dan 
penerapan 
oversampling 
SMOTE. 

Akurasi 
Random 
Forest 
meningkat 
7,40% 
setelah 
penerapan 
SMOTE. 

Berfokus pada 
risiko 
kebangkrutan 
dengan optimasi 
algoritma, 
sedangkan pada 
thesis ini lebih 
menekankan 
analisis rating 
film dan faktor-
faktor yang 
mempengaruhinya
. 

11 Shabrina Assyifa 
& Luthfiarta 
(2024) “SMOTE-
Tomek Re-
sampling Based 
on Random 
Forest Method to 
Overcome 
Unbalanced Data 
for Multi-class 
Classification” 

Random 
Forest, 
Support 
Vector 
Machine 

Analisis 
sentimen dan 
emosi ulasan 
aplikasi mobile 
di Indonesia 
menggunakan 
teknik 
resampling 
SMOTE dan 
Tomek Links. 

Akurasi 
model 
meningkat 
dari 58% 
menjadi 
84% setelah 
penerapan 
SMOTE-
Tomek, 
dengan 
optimasi 
lebih lanjut 
meningkatka
n akurasi 
menjadi 
85%. 

Memfokuskan 
pada klasifikasi 
emosi dalam 
ulasan aplikasi, 
sedangkan pada 
thesis ini lebih 
luas dalam 
analisis faktor-
faktor yang 
mempengaruhi 
rating film. 

12. (Ilmi, R.R  et al 
2023)“PREDIKSI 
RATING FILM 
IMDb 
MENGGUNAKA
N DECISION 
TREE” 
 

Decision 
Tree 

Prediksi rating 
film dengan 
analisis faktor 
yang 
mempengaruhi 
rating 
menggunakan 
IMDb Movie 

Akurasi 
pada data 
training 
0.7529, 
validasi 
0.7237, dan 
testing 
0.7079. 

Berfokus pada 
analisis faktor-
faktor spesifik 
yang 
mempengaruhi 
rating film seperti, 
vote, durasi, dan 
popularitas film di 
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No Referensi Metode Objek/Proses Hasil Perbedaan 
Dataset dengan 
28 atribut pada 
5043 film. 

media sosial 
dengan 
menggunakan 
dataset IMDb 
dengan 
menerapkan 
model Decision 
Tree. Sedangkan 
pada thesis ini 
lebih menekankan 
analisis rating 
film secara 
keseluruhan, 
mengidentifikasi 
berbagai faktor 
yang 
mempengaruhi 
rating, serta 
menerapkan 
metode Random 
Forest dan Neural 
Network untuk 
meningkatkan 
akurasi prediksi. 

 

Mengacu pada penelitian – penelitian tersebut, maka dalam penelitian ini 

menggunakan metode Random Forest dan Neural Network karena metode tersebut 

memiliki nilai akurasi yang cenderung lebih baik. Random Forest merupakan 

kombinasi dari decision tree yang digunakan untuk menghindari overfitting, 

sementara Neural Network efektif dalam menangkap pola kompleks dalam data. 

Untuk mengatasi masalah ketidakseimbangan kelas dalam dataset, penelitian ini 

juga menerapkan teknik SMOTE (Synthetic Minority Over-sampling Technique). 

Dengan mengkombinasikan Random Forest, Neural Network, dan SMOTE, 

diharapkan akurasi prediksi rating film dapat meningkat. 

 Novelty dalam penelitian ini terletak pada pendekatan analisis yang 

mengintegrasikan Random Forest, Neural Network, dan teknik SMOTE secara 

bersamaan untuk prediksi rating film IMDb. Selain itu, penelitian ini tidak hanya 
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berfokus pada hasil prediksi, tetapi juga mengidentifikasi dan menganalisis faktor-

faktor penting yang memengaruhi rating film, seperti jumlah suara pengguna, 

ulasan kritikus, dan popularitas di media sosial. Dengan mengkombinasikan 

pendekatan ini, penelitian ini memberikan kontribusi baru dalam memahami 

pengaruh elemen-elemen film terhadap rating serta menawarkan model prediksi 

yang lebih robust dan adaptif untuk data yang tidak seimbang. 

2.3 Random Forest  

Metode Random Forest adalah pengembangan dari metode Classification 

and Regression Tree (CART), yaitu dengan menerapkan metode bootstrap 

aggregating (bagging) dan random feature selection (Breiman, 2001). Random 

Forest merupakan salah satu metode yang digunakan untuk klasifikasi dengan 

membangun banyak pohon klasifikasi. Metode ini dapat meningkatkan hasil 

akurasi dengan membangkitkan simpul anak untuk setiap node (simpul diatasnya) 

dan dilakukan pemilihan secara acak, hasil klasifikasi dari setiap pohon 

diakumulasikan dan dipilh hasil klasifikasi yang paling banyak muncul (Younis et 

al., 2020). Sebagaimana firman Allah dalam Al-Qur’an Surat An-Nahl (16:66):  

ةًبرَْعِلَ مِاعَـْنلاَْا فىِ مْكُلَ َّناِوَ
ۚ

ينَْبِرِشّٰللِّ اغً�ىاۤسَ اصًلِاخَ انًـَبَّل مٍدََّو ثٍرْـَف ينِْبَ نْۢمِ ٖ◌هنِوْطُبُ فيِْ اَّممِّ مْكُيْقِسْنُ   
 

"Dan sesungguhnya pada binatang ternak itu benar-benar terdapat 
pelajaran bagi kamu. Kami memberi minum kamu dari apa yang berada dalam 
perutnya (berupa) susu yang murni antara kotoran dan darah, yang mudah ditelan 
bagi orang-orang yang meminumnya."  

 
Ayat ini mengisyaratkan adanya pelajaran dari pengamatan pola yang 

kompleks, seperti bagaimana Random Forest mengamati data dari berbagai 

perspektif (pohon) untuk menghasilkan hasil akhir yang akurat. 
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Metode ini terdiri dari root node, internal node, dan leaf node. Root node 

merupakan simpul yang terletak paling atas, atau biasa disebut sebagai akar dari 

pohon keputusan. Internal node adalah simpul percabangan, dimana node ini 

mempunyai output minimal dua dan hanya ada satu input. Sedangkan leaf node atau 

terminal node merupakan simpul terakhir yang hanya memiliki satu input dan tidak 

mempunyai output (Sandag, 2020). Pohon keputusan dimulai dengan cara 

menghitung nilai entropy sebagai penentu tingkat ketidakmurnian atribut dan nilai 

information gain. Untuk menghitung nilai entropy digunakan rumus seperti pada 

persamaan 2.1, sedangkan nilai information gain menggunakan persamaan 2.2. 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦	(𝑌) = 	−	.𝑖𝑝(𝑐|𝑌) 𝑙𝑜𝑔!𝑝(𝑐|𝑌),																																																											(2.1) 
Keterangan : 
Y  : Himpunan kasus 
P(c|Y) : Proporsi nilai Y terhadap kelas c. 
 
Information Gain (Y,a) 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦	(𝑌) −	.
|𝑌𝑣|
|𝑌𝑎|"∈"$%&'(($)

𝐸𝑛𝑡𝑟𝑜𝑝𝑦(𝑌𝑣).																																															(2.2) 

Keterangan : 
Values(a) :Nilai yang mungkin dalam himpunan kasus a. 
Yv   :Subkelas dari Y dengan kelas v yang berhubungan  dengan kelas 
a.  
Ya   :Semua nilai yang sesuai dengan a. 
 
2.4 Neural Network 

Neural Network (NN) dikembangkan untuk memproses informasi. Motivasi 

di balik pengembangan NN adalah untuk meniru bagaimana otak manusia 

memproses informasi, yang dirangsang oleh saraf biologis. Sistem pemrosesan 

informasi adalah faktor utama di balik struktur NN. Neural Network adalah 

kumpulan dari sejumlah besar jaringan yang kuat elemen pemrosesan terhubung 

yang disebut neuron, beroperasi secara bersamaan untuk memecahkan masalah 
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tertentu (Shaukat et al., 2020). Hal ini selaras dengan firman Allah dalam Surat Al-

Mulk (67:3-4):  

رٍوْطُفُ نْمِ ىرٰـَت لْهَ رَۙصَبَلْا عِجِرْافَ تٍۗوُفٰـَت نْمِ نِحمَّْٰرلا قِلْخَ فيِْ ىرٰـَت امَ اۗقًابَطِ تٍوٰسمَٰ عَبْسَ قَلَخَ يْذَِّلا  
يرٌْسِحَ وَهَُّو ائًسِاخَ رُصَبَلْا كَيْلَاِ بْلِقَْـنـَي ينِْتََّركَ رَصَبَلْا عِجِرْا َّثمُ  
 

"Yang telah menciptakan tujuh langit berlapis-lapis. Kamu sekali-kali tidak 
melihat pada ciptaan Tuhan Yang Maha Pemurah sesuatu yang tidak seimbang. 
Maka lihatlah berulang-ulang, adakah kamu lihat sesuatu yang cacat? Kemudian 
pandanglah sekali lagi dan sekali lagi, niscaya penglihatanmu akan kembali 
kepadamu tanpa menemukan sesuatu cacat dan penglihatanmu itu pun dalam 
keadaan payah."  

 

Neural Network merefleksikan bagaimana sistem yang harmonis dan tertata, 

seperti ciptaan Allah, dapat memproses informasi secara paralel untuk 

menghasilkan hasil yang maksimal. 

Pada penelitian ini digunakan multilayer Neural Network yang terdiri dari 

dari tiga layer, input, output dan hidden layer. Setiap lapisan dapat memiliki 

beberapa node (Prasetyo et al., 2022). Node dari lapisan input terhubung ke node 

di lapisan tersembunyi. Node dari lapisan tersembunyi terhubung ke node di lapisan 

output. Koneksi tersebut diberi bobot. Algoritma berhenti ketika nilai fungsi 

kesalahan telah diabaikan.  

Salah satu algoritma NN paling populer adalah backpropagation. Setelah 

memilih bobot jaringan secara acak, backpropagation digunakan untuk menghitung 

koreksi yang diperlukan. Algoritma dapat diuraikan dalam empat langkah berikut: 

1. Perhitungan feed-forward 

2. Backpropagation ke lapisan output 

3. Backpropagation ke hidden layer 
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4. Pembaruan bobot 

Algoritma berhenti ketika nilai fungsi kesalahan menjadi diabaikan (Rahmani & 

Edwin, 2020). Rule of thumb digunakan untuk menentukan jumlah neuron yang 

tepat pada hidden layer : 

1. Jumlah hidden neuron harus dalam kisaran antara ukuran input layer dan 

output layer; 

2.  Jumlah hidden neuron harus 2/3 dari ukuran input layer, ditambah ukuran 

output layer; 

3. Jumlah hidden neuron harus kurang dari dua kali ukuran input layer. 

Hidden layer dan hidden nodes merupakan variabel independen yang digunakan. 

Terdapat dua ragam hidden layer, yaitu satu dan dua. Untuk hidden nodes dan 

hidden layer, digunakann rule of thumb pada penelitian (Rahmani & Edwin, 2020). 
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BAB III 

METODOLOGI PENELITIAN 

3.1 Tahapan Penelitian 

Tahapan penelitian yang digunakan dalam penelitian ini terdiri dari 3 (tiga)  

tahap yang di Gambarkan melalui diagram pada Gambar 3.1: 

 

Gambar 3. 1 Alur Penelitian 

3.2 Metode Pengambilan Data 

Metode yang digunakan dalam penelitian ini adalah Random Forest dan 

Neural Network. Variabel penelitian ini adalah bagaimana melakukan prediksi nilai 

rating film serta mengetahui faktor apa saja yang dapat mempengaruhi tinggi atau 

rendah nya suatu nilai rating film. Hipotesis dari penelitian ini adalah Random 

Forest dan Neural Network dapat diimplementasikan untuk melakukan prediksi 

nilai rating film. Data yang digunakan pada penelitian ini yaitu data sekunder yang 

didapat dari situs penyedia database film. 

 Data yang digunakan dalam penelitian ini adalah IMDb movie dataset. Pada 

dataset  terdapat  28 atribut dari 5043 film dalam waktu 100 tahun pada 66 negara 

UJI COBA

PERANCANGAN

METODE PENGAMBILAN DATA
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yang memuat 2399 sutradara serta ribuan aktor dan aktris sebagaimana ditunjukkan 

pada tabel 3.1. Atribut IMDb score pada dataset ditentukan sebagai data label 

(event) yaitu atribut penentu proses prediksi. Untuk meningkatkan akurasi prediksi 

atribut maka ditentukan pola data yang mempengaruhi event yaitu atribut yang 

digunakan dalam proses prediksi. 

Tabel 3. 1 Atribut Dataset 

Atribut Keterangan Tipe 
Data  Contoh Data 

actor_1_facebook_like
s like pada fb aktor 1  Integer 1000 

actor_1_name nama aktor Characte
r   CCH Pounder 

actor_2_facebook_like
s like pada fb aktor  2 Integer 936 

actor_2_name nama aktor 2 Characte
r   Joel David Moore 

actor_3_facebook_like
s like pada fb aktor  2 Integer 855 

actor_3_name nama aktor 3 Characte
r   Wes Studi 

aspect_ratio aspect ratio Integer 1.78 
Budget biaya produksi ($) Integer 237000000 
cast_total_facebook_li
kes 

like fb seluruh 
pemeran Integer 4834 

Color Warna film  Characte
r   Color 

content_rating kualifikasi usia Characte
r   PG-13 

Country Negara  Characte
r   USA 

director_facebook_like
s like fb sutradara Integer 0 

director_name sutradara Characte
r   James Cameron 

Duration Durasi (“) Integer 178 
facenumber_in_poster Aktor pada poster  Integer 0 

Genres kategori  Characte
r   Action|Adventure|Fantasy|Sci-Fi 

Gross omset ($) Integer 760505847 
IMDb_score Nilai Rating  IMDb Integer 7.9 

Language bahasa  Characte
r   English 

movie_facebook_likes jumlah like pada fb 
film  Integer 33000 

movie_IMDb_link link IMDB Characte
r   

http://www.IMDb.com/title/ 
tt0499549/?ref_=fn_tt_tt_1 

http://www.imdb.com/title/
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Atribut Keterangan Tipe 
Data  Contoh Data 

movie_title Judul  Characte
r  AvatarÂ  

num_critic_for_review
s critical review  Integer 723 

num_user_for_reviews review user Integer 3054 
num_voted_users jumlah vote  Integer 886204 

plot_keywords kata kunci  Characte
r   

avatar|future|marine|native|parapl
egic 

title_year waktu rilis  Integer 2009 
 

3.3 Perancangan Sistem 

Perancangan implementasi metode bertujuan untuk mengetahui komponen apa 

saja yang dibutuhkan dalam mengimplementasikan Random Forest dan Neural 

Network untuk prediksi nilai rating film. Berikut merupakan Gambar perancangan 

sistem. 

 

Gambar 3. 2 Perancangan Sistem 
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Pada pemodelan sistem dilakukan beberapa proses yaitu koleksi data, 

preprocessing, implementasi Random Forest dan Neural Network.  

3.1.1 Data Understanding 

Pada tahap ini, dilakukan pemahaman mendalam terhadap dataset yang 

akan digunakan untuk analisis prediksi rating film. Tahapan ini mencakup beberapa 

langkah penting yang bertujuan untuk memahami struktur dan karakteristik dataset. 

Berikut adalah rincian proses yang dilakukan.  

1. Menghitung statistik deskriptif dasar seperti nilai rata-rata, median, standar 

deviasi, nilai minimum, dan maksimum untuk atribut-atribut numerik. Proses ini 

bertujuan untuk memahami sebaran data dan mengidentifikasi pola dasar yang 

ada dalam dataset. 

2. Peninjauan terhadap bentuk dan ukuran dataset, yaitu jumlah baris dan kolom. 

Selain itu, dilakukan juga deskripsi terhadap setiap atribut yang ada untuk 

mendapatkan pemahaman mengenai jenis informasi yang terkandung dalam 

dataset. 

3. Mengidentifikasi tipe data dari setiap kolom dalam dataset. Tipe data tersebut 

dapat berupa numerik, kategorikal, atau boolean. Informasi mengenai tipe data 

ini sangat penting untuk menentukan metode preprocessing yang tepat, 

khususnya dalam menangani variabel numerik dan kategorikal. 

4. Pemeriksaan untuk mengetahui apakah terdapat baris duplikat dalam dataset. 

Baris yang duplikat dapat memengaruhi hasil analisis dan model prediksi jika 

tidak dihapus, sehingga perlu dilakukan identifikasi dan penanganan. 
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5. Identifikasi terhadap nilai – nilai  yang hilang (missing values) dalam dataset. 

Kolom atau baris yang memiliki missing values kemudian ditangani 

menggunakan strategi yang sesuai, seperti penghapusan baris atau pengisian 

nilai yang hilang dengan metode tertentu (median, modus, atau nilai yang paling 

umum). 

6. Menghitung jumlah nilai unik pada kolom kategorikal serta menganalisis 

distribusi frekuensi dari masing – masing  kategori. Analisis ini membantu dalam 

memahami penyebaran kategori – kategori  di dalam dataset dan bagaimana 

kategori tersebut dapat memengaruhi hasil prediksi. 

3.1.2 Data Preprocessing 

Pada tahap ini, dilakukan proses persiapan data mentah sebelum diterapkan ke 

model machine learning. Langkah-langkah yang dilakukan mencakup beberapa 

teknik untuk memastikan bahwa data siap diproses oleh algoritma. Berikut 

penjelasan dari masing – masing  langkah: 

1. Penanganan Missing values (Handle Missing values): Missing values yang 

terdapat pada kolom-kolom penting, seperti director_name, actor_1_name, akan 

dihapus. Untuk kolom numerik yang memiliki missing values, dilakukan 

pengisian nilai menggunakan median, sedangkan untuk kolom kategorikal yang 

memiliki missing values, nilai tersebut akan diisi dengan kategori 'Unknown'. 

Langkah ini bertujuan untuk menjaga integritas data sekaligus meminimalkan 

penghapusan data yang signifikan. 

2. Penanganan Duplikasi (Handle Duplicates): Pemeriksaan dan penghapusan 

baris yang duplikat dilakukan untuk mencegah bias dalam proses pemodelan. 
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Baris duplikat dapat menyebabkan hasil analisis menjadi tidak akurat, sehingga 

perlu dihilangkan sebelum proses lebih lanjut. 

3. Binning pada Variabel IMDb Score dan Durasi (Binning): 

a) IMDb Score Binning: Atribut IMDb_score akan dibagi menjadi beberapa 

kategori (binning) yaitu 0 – 4 rendah, 4 - 7 sedang, dan 7 – 10 tinggi. Binning 

ini diperlukan untuk melakukan klasifikasi, mengelompokan nilai rating 

menjadi kategori yang lebih terstruktur dan mudah dipahami oleh model 

klasifikasi. 

b) Binning Durasi Film: Durasi film (duration) akan dibagi ke dalam kategori 

durasi pendek, sedang, panjang, dan sangat panjang untuk memberikan 

wawasan tambahan dalam analisis klasifikasi. 

4. Encoding Kategorikal (Categorical Encoding):  

a) One-Hot Encoding diterapkan pada atribut dengan kategori terbatas seperti 

color, content_rating, dan language, agar setiap kategori diubah menjadi 

bentuk biner. 

b) Frequency Encoding digunakan untuk atribut dengan banyak kategori unik 

seperti actor_1_name, director_name, dan genres, dengan mengonversi 

kategori menjadi frekuensi kemunculan. 

c) Label Encoding diterapkan pada variabel binned seperti 

IMDb_score_binned dan duration_binned untuk mengubah kategori 

menjadi nilai numerik yang merepresentasikan urutan. 

5. Normalisasi (Normalization): Kolom numerik seperti budget dan gross akan 

dinormalisasi menggunakan StandardScaler. Normalisasi diperlukan untuk 
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memastikan distribusi data yang lebih seimbang, sehingga model machine 

learning dapat bekerja secara optimal tanpa bias terhadap variabel dengan skala 

yang berbeda. 

6. Pemecahan Dataset (Split Data): Dataset dipisahkan menjadi variabel prediktor 

(X) dan variabel target (IMDb_score_binned). Pemisahan ini dilakukan agar 

dataset siap digunakan untuk keperluan klasifikasi, di mana target berupa 

IMDb_score_binned digunakan untuk membagi nilai rating IMDb ke dalam 

beberapa kategori. 

7. Oversampling menggunakan SMOTE (SMOTE): Untuk menangani 

ketidakseimbangan kelas dalam variabel target (IMDb_score_binned), 

dilakukan oversampling pada data train menggunakan SMOTE. SMOTE akan 

menghasilkan data sintetik pada kelas yang minoritas sehingga distribusi kelas 

menjadi lebih seimbang. Proses ini diterapkan setelah pemisahan data train-test 

namun sebelum model machine learning dilatih. 

3.1.3 Modeling 

Pada tahap ini, diterapkan dua algoritma utama machine learning, yaitu 

Random Forest dan Neural Network, yang dirancang untuk memenuhi dua tujuan 

pemodelan, yaitu prediksi. Berikut penjelasan lebih lanjut mengenai metode yang 

digunakan: 

 Random Forest 

Tahapan prediksi menggunakan Random Forest digambarkan pada Gambar 

3.3. 
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Gambar 3. 3 Alur Random Forest 

Perhitungan manual menggunakan sampel data ditunjukkan sebagai berikut. 

Data yang digunakan adalah data numerik. 

Tabel 3. 2 Random Data Untuk membangun Tree 1 

Bud 
get gross vote critic movi

e_fb 
dir_f

b 
actor
1_fb 

othe
r_act
_fb 

dura
tion 

face_
num year 

IMD
b_sc
ore 

bin_
score 

2450
0000

0 

2000
7417

5 

2758
68 

0,605
6338
03 

8500
0 949 1100

0 554 148 1 2015 6,8 6,8 

2500
0000

0 

4589
9159

9 

4626
69 

0,568
4870
19 

1180
00 949 2600

0 
4000

0 141 4 2015 7,5 6,8 

2500
0000

0 

3019
5698

0 

3217
95 

0,385
4059
61 

1000
0 282 2500

0 
2100

0 153 3 2009 7,5 6,8 

2250
0000

0 

1790
2085

4 

2681
54 

1,322
5806
45 

4000
0 188 1000

0 1534 106 1 2012 6,8 6,8 

MULAI

INPUT DATA

SELEKSI ATRIBUTPROSES SELEKSI

TERMINATOR 1

YA

PEMBUATAN MODEL 
RANDOM FOREST

MENAMPILKAN MODEL

TIDAK
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Bud 
get gross vote critic movi

e_fb 
dir_f

b 
actor
1_fb 

othe
r_act
_fb 

dura
tion 

face_
num year 

IMD
b_sc
ore 

bin_
score 

1700
0000

0 

1720
5178

7 

2641
83 

0,705
2631
58 

3000
0 364 1200

0 
1100

0 125 0 2010 6,8 6,8 

2000
0000

0 

1253
2000

3 

2860
95 

0,433
2648
87 

1672
0 368 2300

0 3988 118 0 2009 6,6 6,8 

1800
0000

0 

1240
5175

9 

4237
2 

1,037
6569
04 

2900
0 282 1100

0 
1010

3 110 2 2016 6,6 6,8 

1500
0000

0 

1274
9080

2 

4593
46 

0,440
3892
94 

2300
0 

2100
0 

1100
0 1919 166 2 2008 7,8 6,8 

 

Langkah Random Forest yaitu membangun tree dan menentukan node dan 

leaf melalui perhitungan information gain.  Membangun tree 1. Hasil perhitungan 

information gain setiap atribut : 

Tabel 3. 3 Perhitungan Entropy dan Gain 

Atribut Partisi Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 

Entrop
y Gain 

Total   8 2 3 2 1 1,9056
4 

 

budget 
< 21250000

0 

4 2 1 0 1 1,5 1,65563906
2 >

= 4 0 2 2 0 1 

gross 
< 17553632

1 

4 2 1 0 1 1,5 1,65563906
2 >

= 4 0 2 2 0 1 

user_vote 
< 

280981,5 
4 1 3 0 0 0,8112

8 2,25 >
= 4 1 0 2 1 1,5 

critic_review_rat
io 

< 0,587060
4 

4 1 0 2 1 1,5 1,56127812
4 >

= 4 1 3 0 0 0,8112
8 

movie_fb 
< 

29500 
4 2 0 1 1 1,5 1,56127812

4 >
= 4 0 3 1 0 0,8112

8 

director_fb 
< 

366 
4 1 2 1 0 1,5 2,15563906

2 >
= 4 1 1 1 1 2 

actor1_fb 
< 

11500 
4 1 2 0 1 1,5 1,90563906

2 >
= 4 1 1 2 0 1,5 

other_actors_fb < 7045,5 4 1 2 0 1 1,5 
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Atribut Partisi Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 

Entrop
y Gain 

>
= 4 1 1 2 0 1,5 1,90563906

2 

duration 
< 

133 
4 2 2 0 0 1 2,15563906

2 >
= 4 0 1 2 1 1,5 

face_number 
< 

1,5 
4 1 3 0 0 0,8112

8 2,25 >
= 4 1 0 2 1 1,5 

year 
< 

2011 
4 1 1 1 1 2 1,65563906

2 >
= 4 1 2 1 0 1,5 

 

Atribut yang dipilih untuk dijadikan node adalah user_vote.  

Menentukan node 1.1 < 280981,5  

Tabel 3. 4 Data untuk Node 1.1 

budg
et 

gros
s 

vot
e critic 

mov
ie_f
b 

dir
_f
b 

acto
r1_f

b 

other
_act_f

b 

dur
atio

n 

face
_nu
m 

ye
ar 

IMD
b_sco

re 

bin_
scor

e 

2450
0000

0 

2000
7417

5 

27
58
68 

0,605
63380

3 

850
00 

94
9 

110
00 554 148 1 

2
0
1
5 

6,8 6,8 

2250
0000

0 

1790
2085

4 

26
81
54 

1,322
58064

5 

400
00 

18
8 

100
00 1534 106 1 

2
0
1
2 

6,8 6,8 

1700
0000

0 

1720
5178

7 

26
41
83 

0,705
26315

8 

300
00 

36
4 

120
00 11000 125 0 

2
0
1
0 

6,8 6,8 

1800
0000

0 

1240
5175

9 

42
37
2 

1,037
65690

4 

290
00 

28
2 

110
00 10103 110 2 

2
0
1
6 

6,6 6,8 

 

Tabel 3. 5 Perhitungan Entropy dan Gain 

Atribut Partisi Total kasus 6,6 6,8 7,5 7,8 Entropy Gain 
Total   4 1 3 0 0 0,81128  

budget < 202500000 2 1 1 0 0 1 0,311278124 >= 2 0 2 0 0 0 

gross < 175536321 2 1 1 0 0 1 0,311278124 >= 2 0 2 0 0 0 
user_vote < 266168,5 2 1 1 0 0 1 0,311278124 
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Atribut Partisi Total kasus 6,6 6,8 7,5 7,8 Entropy Gain 
>= 2 0 2 0 0 0 

critic_review_ratio < 0,87146 2 0 2 0 0 0 1,311278124 >= 2 1 1 0 0 1 

movie_fb < 35000 2 1 1 0 0 1 0,311278124 >= 2 0 2 0 0 0 

director_fb < 323 2 1 1 0 0 1 1,655639062 >= 2 0 2 0 0 0 

actor1_fb < 11000 1 0 1 0 0 1 0,561278124 >= 3 1 2 0 0 0 

other_actors_fb < 5818,5 2 0 2 0 0 0 1,311278124 >= 2 1 1 0 0 1 

duration < 117,5 2 1 1 0 0 1 0,311278124 >= 2 0 2 0 0 0 

face_number < 1 1 0 1 0 0 0 1,5 >= 3 1 2 0 0 0,9183 

year < 2013,5 2 0 2 0 0 0 1,311278124 >= 2 1 1 0 0 1 
 

Attribut yang dipilih untuk dijadikan node:  director_fb. Menentukan node 

1.1.1 < 323 

Tabel 3. 6 Data untuk node 1.1.1 

 

Tabel 3. 7 Perhitungan Entropy dan gain 

Atribut Partisi Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 

Entrop
y 

Gai
n 

Total 
  

2 1 1 0 0 1 
 

budget < 202500000 1 1 0 0 0 0 1 
>
= 

1 0 1 0 0 0 

gross < 151536306,
5 

1 1 0 0 0 0 1 
>
= 

1 0 1 0 0 0 

user_vote < 155263 1 1 0 0 0 0 1 

budg
et 

gros
s 

vot
e critic 

mov
ie_f
b 

dir
_f
b 

acto
r1_f

b 

other
_act_f

b 

dur
atio

n 

face
_nu
m 

ye
ar 

IMD
b_sco

re 

bin_
scor

e 

2250
0000

0 

1790
2085

4 

26
81
54 

1,322
58064

5 

400
00 

18
8 

100
00 1534 106 1 

2
0
1
2 

USA 6,8 

1800
0000

0 

1240
5175

9 

42
37
2 

1,037
65690

4 

290
00 

28
2 

110
00 10103 110 2 

2
0
1
6 

USA 6,8 
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Atribut Partisi Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 

Entrop
y 

Gai
n 

>
= 

1 0 1 0 0 0 

critic_review_rati
o 

< 1,18011877
4 

1 1 0 0 0 0 1 
>
= 

1 0 1 0 0 0 

movie_fb < 34500 1 1 0 0 0 0 1 
>
= 

1 0 1 0 0 0 

director_fb < 235 1 0 1 0 0 0 1 
>
= 

1 1 0 0 0 0 

actor1_fb < 10500 1 0 1 0 0 0 1 
>
= 

1 1 0 0 0 0 

other_actors_fb < 5818,5 1 0 1 0 0 0 1 
>
= 

1 1 0 0 0 0 

duration < 108 1 0 1 0 0 0 1 
>
= 

1 1 0 0 0 0 

face_number < 1,5 1 0 1 0 0 0 1 
>
= 

1 1 0 0 0 0 

year < 2014 1 0 1 0 0 0 1 
>
= 

1 1 0 0 0 0 

 

Attribut yang dipilih untuk dijadikan node:  face_number. Menentukan node 

1.1.1.1 < 1,5 

Tabel 3. 8 Data untuk node 1.1.1.1 

bud
get 

gros
s 

vot
e critic 

mov
ie_f
b 

di
r_
fb 

acto
r1_f

b 

other
_act_

fb 

dur
atio

n 

face
_nu
m 

y
e
a
r 

IMD
b_sco

re 

bin_
scor

e  

2250
0000

0 

1790
2085

4 

26
81
54 

1,322
5806

45 
400
00 

18
8 

100
00 1534 106 1 

2
0
1
2 6,8 6,8  

 

Setiap kali data tersisa satu maka atribut kelas akan dijadikan leaf node 

dengan nilai kelas yang tersisa. Attribut yang dipilih untuk dijadikan node:  6,8. 

Menentukan node 1.1.1.2 >= 1,5 
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Tabel 3. 9 Data unutk node 1.1.1.2 

budg
et 

gros
s 

vo
te critic 

mov
ie_f
b 

dir
_f
b 

acto
r1_f

b 

other
_act_f

b 

dur
atio

n 

face
_nu
m 

ye
ar 

IMDb
_scor

e 

bin_
scor

e 

1800
0000

0 

1240
5175

9 

42
37
2 

1,037
65690

4 
290
00 

28
2 

1100
0 10103 110 2 

2
0
1
6 6,6 6,8 

 

Setiap kali data tersisa satu maka atribut kelas akan dijadikan leaf node 

dengan nilai kelas yang tersisa. Attribut yang dipilih untuk dijadikan node:  6,6. 

Menentukan node 1.2 >= 280981,5. 

Tabel 3. 10 Data untuk node 1.2 

budg
et 

gros
s 

vot
e critic 

mov
ie_f
b 

dir
_f
b 

acto
r1_f

b 

other
_act_f

b 

dur
atio

n 

face
_nu
m 

ye
ar 

IMD
b_sco

re 

bin_
scor

e 

2500
0000

0 

4589
9159

9 

46
26
69 

0,568
48701

9 
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Tabel 3. 11 Perhitungan Entropy dan Gain 

Atribut Partisi 
Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 

Entrop
y Gain 

Total     4 1 0 2 1 1,5   

budget 
< 

225000000 
2 1 0 0 1 1 

1 
>
= 2 0 0 2 0 0 

gross 
< 

214723891 
2 1 0 0 1 1 

1 
>
= 2 0 0 2 0 0 
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Atribut Partisi 
Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 

Entrop
y Gain 

user_vote 
< 

390570,5 
2 1 0 1 0 1 

1,5 
>
= 2 0 0 1 1 1 

critic_review_ra
tio 

< 0,4368270
91 

2 1 0 1 0 1 

1,5 
>
= 2 0 0 1 1 1 

movie_fb 
< 

19860 
2 1 0 1 0 1 

1,5 
>
= 2 0 0 1 1 1 

director_fb 
< 

658,5 
2 1 0 1 0 1 

1,5 
>
= 2 0 0 1 1 1 

actor1_fb 
< 

24000 
2 1 0 0 1 1 

1 
>
= 2 0 0 2 0 0 

other_actors_fb 
< 

12494 
2 1 0 0 1 1 

1 
>
= 2 0 0 2 0 0 

duration 
< 

147 
2 1 0 1 0 1 

1,5 
>
= 2 0 0 1 1 1 

face_number 
< 

2,5 
2 1 0 0 1 1 

1 
>
= 2 0 0 2 0 0 

year < 2009 1 0 0 0 1 0 
2,1887218
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Attribut yang dipilih untuk dijadikan node : year. Menentukan node 1.2.1 < 

2009 

Tabel 3. 12 data untuk node 1.2.1 
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2
0
0
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Setiap kali data tersisa satu maka atribut kelas akan dijadikan leaf node 

dengan nilai kelas yang tersisa. Attribut yang dipilih untuk dijadikan node:  7,8. 

Menentukan node 1.2.2 >= 2009 
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Tabel 3. 13 Data untuk node 1.2.2 
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Tabel 3. 14 Perhitungan Entropy dan Gain 

Atribut Partisi 
Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 Entropy Gain 

Total     3 1 0 2 0 
0,9182958

34   

budget 
< 25000000

0 

1 1 0 0 0 0 
0,9182958

34 
>
= 2 0 0 2 0 0 

gross 
< 30195698

0 

1 1 0 0 0 0 
0,9182958

34 
>
= 2 0 0 2 0 0 

user_vote 
< 

321795 
1 1 0 0 0 0 

0,9182958
34 

>
= 2 0 0 2 0 0 

critic_review_r
atio 

< 0,4332648
87 

1 0 0 1 0 0 
1,5849625

01 
>
= 2 1 0 1 0 1 

movie_fb 
< 

16720 
1 0 0 1 0 0 

1,5849625
01 

>
= 2 1 0 1 0 1 

director_fb 
< 

368 
1 0 0 1 0 0 

1,5849625
01 

>
= 2 1 0 1 0 1 

actor1_fb 
< 

25000 
1 1 0 0 0 0 

0,9182958
34 

>
= 2 0 0 2 0 0 

other_actors_f
b 

< 
21000 

1 1 0 0 0 0 
0,9182958

34 
>
= 2 0 0 2 0 0 

duration 
< 

141 
1 1 0 0 0 0 

0,9182958
34 

>
= 2 0 0 2 0 0 
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Atribut Partisi 
Total 
kasus 

6,
6 

6,
8 

7,
5 

7,
8 Entropy Gain 

face_number 
< 

3 
1 1 0 0 0 0 

0,9182958
34 

>
= 2 0 0 2 0 0 

year < 2010 2 1 0 1 0 1 
0,2516291

67 
 

Attribut yang dipilih untuk dijadikan node : critic_review_ratio. Menentukan node 

1.2.2.1 < 0,4332648 

Tabel 3. 15 Data untuk node 1.2.2.1 
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Setiap kali data tersisa satu maka atribut kelas akan dijadikan leaf node dengan nilai 

kelas yang tersisa. Attribut yang dipilih untuk dijadikan node : 7,5 Menentukan 

node 1.2.2.2 >= 0,4332648  

Tabel 3. 16 Data untuk node 1.2.2.2 
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Tabel 3. 17 Perhitungan Entropy dan Gain 

Atribut Partisi Total kasus 6,6 6,8 7,5 7,8 Entropy Gain 
Total   2 1 0 1 0 1  

budget < 225000000 1 1 0 0 0 0 1 
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Atribut Partisi Total kasus 6,6 6,8 7,5 7,8 Entropy Gain 
>= 1 0 0 1 0 0 

 

< 
292155801 1 1 0 0 0 0 

1 >= 1 0 0 1 0 0 

user_vote 
< 

374382 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

critic_review_ratio 
< 

0,500875953 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

movie_fb 
< 

67360 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

director_fb 
< 

658,5 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

actor1_fb 
< 

24500 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

other_actors_fb 
< 

21994 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

duration 
< 

129,5 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

face_number 
< 

2 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

year 
< 

2012 1 1 0 0 0 0 
1 >= 1 0 0 1 0 0 

 

Attribut yang dipilih untuk dijadikan node : budget. Menentukan node 1.2.2.2.1 < 

225000000 

Tabel 3. 18 Data untuk node 1.2.2.2.1 
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Setiap kali data tersisa satu maka atribut kelas akan dijadikan leaf node dengan nilai 

kelas yang tersisa. Attribut yang dipilih untuk dijadikan node : 6,6. Menentukan 

node 1.2.2.2.2 >= 225000000 
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Tabel 3. 19 Data untuk node 1.2.2.2.2 
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Setiap kali data tersisa satu maka atribut kelas akan dijadikan leaf node dengan nilai 

kelas yang tersisa. Attribut yang dipilih untuk dijadikan node : 7,5. Menentukan 

node 1.1.2 >= 323. 

Tabel 3. 20 Data untuk node 1.1.2 
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Setiap kali data yang tersisa memiliki nilai atribut kelas yang sama, maka atribut 

kelas dijadikan leaf node dengan nilai kelas tersebut. Attribut yang dipilih untuk 

dijadikan node: 6,8.  
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Gambar 3. 4 Gambar Tree 

 Neural Network 

Pada penelitian ini dilakukan backpropagation Neural Network (NN) 

dengan alur sebagaimana Gambar 3.4. 

 

Gambar 3. 5 Flowchart NN 
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Perhitungan manual dengan algoritma backpropagation akan mengambil 

sampel data. Berikut contoh data yang akan dilakukan proses backpropagation: 

Tabel 3. 21 Data 

gross 
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20
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9 
4626

69 
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019 
1180

00 949 
2600

0 40000 141 4 
20
15 7,5 

3019
5698

0 
3217

95 
0,385405

961 
1000

0 282 
2500

0 21000 153 3 
20
09 7,5 

1790
2085

4 
2681

54 
1,322580

645 
4000

0 188 
1000

0 1534 106 1 
20
12 6,8 

 

Berdasarkan Tabel data pembobotan 3.22 diatas, data tersebut diproses 

dengan normalisasi data ke dalam range [0, 1].  

Untuk normalisasi data digunakan rumus sebagai berikut : 
𝑋+ = ,,.(/0123)

4$/0456	
+ 0,1                                (3.1) 

 
Keterangan : 
X’  : Data normalisasi 
x  : data yang dinormalisasi 
min  : data paling kecil. 
max : data paling besar. 

Sehingga dari proses perhitungan normalisasi data diatas mendapatkan hasil 

sebagai berikut : 

Tabel 3. 22 Normalisasi Data 

Data ternormalisasi 

X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 
0,26 0,23 0,39 0,76 1,00 0,25 0,20 0,91 0,20 1,00 
1,00 1,00 0,36 1,00 1,00 1,00 1,00 0,80 1,00 1,00 
0,55 0,42 0,20 0,20 0,30 0,95 0,61 1,00 0,73 0,20 
0,20 0,20 1,00 0,42 0,20 0,20 0,22 0,20 0,20 0,60 
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Selanjutnya adalah menentukan bias, learning rate (𝛼) dan treshold.  

Tabel 3. 23 Nilai Inisiasi 

Inisisasi Nilai 
Bias Value 1 
Learning Rate 0,2 
Treshold 0,01 
t1 0,1 
t2 0,9 

Kemudian memberikan nilai bobot secara acak dari input layer menuju 

hidden layer dan nilai bobot acak dari hidden layer menuju output layer. 

Selanjutnya dilakukan tahapan iterasi pertama menggunakan algoritma 

backpropagation dilanjutkan dengan fungsi aktivasi sigmoid sebagai berikut : 

𝑍netj = 𝑣0𝑗 + ∑ 𝑥𝑖𝑣𝑗𝑖8
59:      (3.2) 

𝑍j = 𝑓(𝑍𝑛𝑒𝑡𝑗) = 	 :
:;	'/8!"#$%&

    
 (3.3) 

 
Kemudian menghitung keluaran jaringan unit Y dan dilanjutkan 

menghitung sigmoidnya dengan rumus sebagai berikut :  

𝑌𝑛𝑒𝑡𝑙 = 𝑤0𝑘 + ∑ 𝑧𝑗𝑤𝑘𝑗6
<9:     

 3.(4) 

Tabel 3. 24 Bobot Nilai Acak Input Layer ke Hidden Layer 

Parameter      Bobot      

 W1 W2 W3 W4 W5 W6 W7 W8 W9 W10 
N1 0,56 -0,70 0,70 -0,48 0,62 -0,28 1,22 -0,20 -1,16 0,44 
N2 0,15 -0,25 -0,26 -0,35 -0,11 -0,59 -0,12 -0,42 -0,17 -0,21 
N3 1,65 1,07 -0,54 -0,73 -1,09 -0,12 -0,16 0,65 -0,50 -0,45 
N4 -1,25 0,08 0,57 -0,76 -0,63 0,20 -0,82 1,20 -0,20 0,75 
N5 -1,07 0,19 1,98 0,91 0,50 0,02 0,23 0,81 -0,90 0,28 
N6 1,05 -0,80 0,41 0,40 0,06 1,04 -0,01 -0,18 -0,33 -0,56 
N7 -0,21 -0,30 0,59 -0,60 0,28 -0,06 -0,36 0,46 0,69 0,54 
N8 -0,75 0,33 -0,25 -0,41 1,09 0,66 -0,74 1,71 -0,04 1,46 
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N9 -0,66 -0,37 -0,23 -0,30 -0,56 -1,01 -0,28 0,96 0,35 0,88 
N10 0,37 -0,69 -0,04 0,27 -0,20 0,62 -0,11 -1,40 0,85 0,46 

 

Tabel 3. 25 Bobot Nilai Acak Input Layer ke Output Layer 

Parameter      Bobot      

 W'1 W'2 W'3 W'4 W'5 W'6 W'7 W'8 W'9 W'10 
Y1 -1,28 0,51 0,26 -1,71 0,86 0,03 0,07 -0,80 0,39 0,49 
Y2 -0,96 -0,50 -1,33 0,33 0,34 0,69 -1,27 0,80 -0,30 -0,10 

 

Menghitung faktor yang ada dalam setiap unit output berdasarkan nilai error. 

Kemudian dilanjutkan dengan menghitung perubahan bobot menggunakan learning 

rate. Menghitung penjumlahan error dari hidden layer. Menghitung factor error 

yang terdapat di hidden layer. 

Tabel 3. 26 Faktor error 

 H Sig_H Y Sig_Y Etot 
1 1,15 0,758685757 -0,4674952 0,38520926 0,1204529 
2 1,04 0,738484485 0,0021939 0,50054848 

 

3 1,43 0,806859371 
 

 
4 0,67 0,662291161 
5 0,72 0,673145686 
6 1,27 0,781447572 
7 0,95 0,720336318 
8 0,81 0,69111842 
9 0,83 0,696168435 

10 1,10 0,749372464 
   

Menghitung suku perubahan bobot yang terdapat pada hidden layer untuk 

memperbaiki 𝑉𝑖𝑗, didapatkan dengan mengalikan hasil 𝛿1dengan x1. Tahap 

terakhir dalam metode backpropagation yaitu menghitung perubahan bobot pada 

output layer. 
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Tabel 3. 27 Bobot Baru 

Parameter      Bobot      
N1 W1 W2 W3 W4 W5 W6 W7 W8 W9 W10 
N2 0,57 -0,70 0,71 -0,46 0,64 -0,27 1,23 -0,18 -1,16 0,46 
N3 0,15 -0,25 -0,25 -0,33 -0,09 -0,58 -0,11 -0,40 -0,16 -0,19 
N4 1,66 1,08 -0,53 -0,71 -1,06 -0,11 -0,15 0,68 -0,50 -0,43 

N5 -
1,25 0,08 0,58 -0,75 -0,61 0,20 -0,82 1,22 -0,19 0,78 

N6 -
1,06 0,19 1,99 0,92 0,53 0,02 0,23 0,83 -0,89 0,31 

N7 1,06 -0,79 0,42 0,42 0,09 1,04 0,00 -0,16 -0,33 -0,54 

N8 -
0,20 -0,29 0,60 -0,58 0,31 -0,05 -0,36 0,48 0,69 0,57 

N9 -
0,74 0,33 -0,24 -0,40 1,12 0,67 -0,74 1,73 -0,03 1,49 

N10 -
0,65 -0,37 -0,22 -0,28 -0,54 -1,00 -0,27 0,98 0,36 0,90 

 0,37 -0,69 -0,03 0,28 -0,17 0,62 -0,11 -1,38 0,85 0,48 

Berdasarkan perhitungan manual Neural Network menggunakan algoritma 

backpropagation hasil Tabel Tabel 3.10 adalah hasil bobot hidden layer dengan 

iterasi pertama. Berikut Gambar 3.10 merupakan arsitektur backpropagation NN. 

 

Gambar 3. 6 Arsitektur Backpropagation NN 
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 Evaluation 

Tahap evaluasi dilakukan untuk mengukur kinerja model yang telah dibangun, 

baik pada data yang tidak diimbangi maupun yang telah diimbangi menggunakan 

SMOTE. Beberapa metrik evaluasi yang digunakan pada penelitian ini adalah 

sebagai berikut: 

1. Metrik Evaluasi (Evaluation Metrics): Pada model klasifikasi, digunakan metrik 

seperti accuracy_score, precision, recall, dan F1-score untuk menilai kinerja 

klasifikasi model terhadap kategori rating film. Pada dataset yang menggunakan 

SMOTE, recall pada kelas minoritas akan menjadi fokus utama, sedangkan pada 

dataset tanpa SMOTE, keseimbangan antara precision dan recall pada semua 

kelas harus dianalisis untuk memastikan performa yang adil di semua kategori. 

2. Matriks Kebingungan (Confusion Matrix): Pada model klasifikasi, matriks 

kebingungan (confusion_matrix) digunakan untuk mengidentifikasi jumlah 

prediksi yang benar dan salah dari setiap kelas kategori. Evaluasi ini dilakukan 

pada dua skenario, yaitu data yang tidak diimbangi dan data yang diimbangi 

menggunakan SMOTE. Pada data dengan SMOTE, matriks ini akan membantu 

dalam menganalisis seberapa baik model dapat meningkatkan prediksi kelas 

minoritas. 

3. Cross-validation: Untuk memastikan konsistensi hasil evaluasi, digunakan 

teknik K-fold cross-validation. Cross-validation dilakukan baik pada data yang 

tidak diimbangi maupun yang diimbangi menggunakan SMOTE untuk melihat 

bagaimana model bekerja pada berbagai subset data. Ini akan memberikan 
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gambaran yang lebih luas mengenai konsistensi model dalam menangani 

ketidakseimbangan data. 

Perbandingan Model (Compare Model): Pada tahap ini, performa kedua model, 

Random Forest dan Neural Network, dibandingkan berdasarkan hasil evaluasi. 

Perbandingan ini dilakukan untuk mengetahui model mana yang lebih optimal 

dalam prediksi rating film. 

 Visualization 

Tahapan visualisasi berfungsi untuk menampilkan grafik dan diagram 

yang mendukung seluruh proses analisis serta modeling yang telah dilakukan. 

Visualisasi membantu dalam pemahaman data dan hasil evaluasi model. 

3.4 Skenario Pengujian 

Peneliti membagi data menjadi 4 bagian untuk skenario pengujian, yaitu Model 

A dengan perbandingan 90% data train : 10% data test, Model B dengan 

perbandingan 80% data train : 20% data test, Model C dengan perbandingan 75% 

data train: 25% data test, dan Model D dengan perbandingan 70% data train : 30% 

data test (Almais et al ,.2022). Pengujian dilakukan dalam dua skenario, yaitu tanpa 

SMOTE dan dengan SMOTE. Pada pengujian tanpa SMOTE, model dilatih 

menggunakan data asli tanpa proses balancing untuk mengukur performa model 

pada dataset dengan ketidakseimbangan kelas. Sementara itu, pada pengujian 

dengan SMOTE, data dilatih menggunakan SMOTE untuk mengimbangi kelas-

kelas yang kurang terwakili, dengan tujuan melihat seberapa besar peningkatan 

kinerja model, terutama pada kelas minoritas, setelah dilakukan oversampling. 

Dengan membagi dataset ke dalam beberapa skenario pengujian yang berbeda, baik 
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tanpa SMOTE maupun dengan SMOTE, diharapkan diperoleh model prediksi yang 

paling optimal dalam memprediksi nilai rating film berdasarkan faktor-faktor dalam 

dataset, sekaligus memberikan wawasan mendalam tentang kemampuan model 

dalam menangani ketidakseimbangan kelas.
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BAB IV  

HASIL DAN PEMBAHASAN 

 

4.1 Data Understanding 

 Data yang digunakan dalam penelitian ini diambil dari IMDb dan 

mencakup berbagai atribut film. Pada sub bab ini akan dijelaskan mengenai 

karakteristik dataset, termasuk statistik deskriptif, struktur dataset, adanya nilai 

yang hilang dan data duplikat. 

4.1.1 Descriptive Statistics 

 Descriptive statitstics memberikan Gambaran umum mengenai distribusi 

dan karakteristik atribut dalam dataset. Tabel 4.1 menyajikan informasi mengenai 

atribut-atribut yang relevan beserta statistik dasar yang menggambarkan 

karakteristik masing – masing atribut. 

Tabel 4. 1 Statistik Deskriptif Atribut Dataset 

attribut count mean std min 25% 50% 75% max 

num_critic_
for_reviews 

4.993.
000 

140.1
94 

121
.60
2 

1.00
0 

50.00
0 110.000 195.000 813.000 

duration 5.028.
000 

107.2
01 

25.
197 

7.00
0 

93.00
0 103.000 118.000 511.000 

director_fa
cebook_like
s 

4.939.
000 

686.5
09 

2.8
13.
329 

0.00
0 7.000 49.000 194.500 23.000.000 

actor_3_fac
ebook_likes 

5.020.
000 

645.0
10 

1.6
65.
042 

0.00
0 

133.0
00 371.500 636.000 23.000.000 

actor_1_fac
ebook_likes 

5.036.
000 

6.560.
047 

15.
020
.75
9 

0.00
0 

614.0
00 988.000 11.000.00

0 640.000.000 

gross 4.159.
000 

48.46
8.410.
000 

68.
452
.99

162.
000 

5.340.
988.0

00 

25.517.
500.000 

62.309.44
4.000 

760.505.800.
000 
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attribut count mean std min 25% 50% 75% max 

0.0
00 

num_voted
_users 

5.043.
000 

83.66
8.160 

138
.48
5.3
40 

5.00
0 

8.593.
500 

34.359.
000 

96.309.00
0 

1.689.764.00
0 

cast_total_f
acebook_lik
es 

5.043.
000 

9.699.
064 

18.
163
.79
9 

0.00
0 

1.411.
000 

3.090.0
00 

13.756.50
0 656.730.000 

facenumber
_in_poster 

5.030.
000 1.371 2.0

14 
0.00

0 0.000 1.000 2.000 43.000 

num_user_f
or_reviews 

5.022.
000 

272.7
71 

377
.98
3 

1.00
0 

65.00
0 156.000 326.000 5.060.000 

budget 4.551.
000 

39.75
2.620.
000 

206
.11
4.8
50.
000 

218.
000 

6.000.
000.0

00 

20.000.
000.000 

45.000.00
0.000 

12.215.500.0
00.000 

title_year 4.935.
000 

2.002.
471 

12.
475 

1.91
6.00

0 

1.999.
000 

2.005.0
00 2.011.000 2.016.000 

actor_2_fac
ebook_likes 

5.030.
000 

1.651.
754 

4.0
42.
439 

0.00
0 

281.0
00 595.000 918.000 137.000.000 

IMDb_scor
e 

5.043.
000 6.442 1.1

25 
1.60

0 5.800 6.600 7.200 9.500 

aspect_rati
o 

4.714.
000 2.220 1.3

85 
1.18

0 1.850 2.350 2.350 16.000 

movie_face
book_likes 

5.043.
000 

7.525.
965 

19.
320
.44
5 

0.00
0 0.000 166.000 3.000.000 349.000.000 

 

 Dari Tabel 4.1, dapat diinterpretasikan beberapa hal mengenai atribut-

atribut dalam dataset. Durasi rata-rata film adalah 107 menit, dengan standar deviasi 

sebesar 25 menit. Durasi terpendek yang tercatat adalah 7 menit, sementara durasi 

terpanjang mencapai 511 menit, menunjukkan adanya outlier dalam data durasi 

film. Selain itu, terdapat perbedaan signifikan pada jumlah likes di Facebook untuk 

sutradara dan aktor. Sebagai contoh, atribut actor_1_facebook_likes memiliki rata-
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rata sebesar 6,560.047 dengan standar deviasi yang tinggi (15,020.759), yang 

mengindikasikan distribusi yang sangat bervariasi. Dalam hal pendapatan kotor, 

rata-rata yang tercatat adalah sekitar 48 juta USD, tetapi terdapat penyimpangan 

besar dengan standar deviasi mencapai 68 juta USD, yang menunjukkan bahwa 

beberapa film menghasilkan pendapatan yang sangat tinggi, sementara yang 

lainnya jauh lebih rendah. Terakhir, rata-rata skor IMDb film adalah 6.442 dengan 

standar deviasi 1.125, yang menunjukkan bahwa sebagian besar film berada di 

sekitar rating tersebut. 

4.1.2 Dataset Structure 

 Dataset yang digunakan dalam penelitian ini terdiri dari 28 kolom dengan 

total 5043 baris. Tabel 4.2 menyajikan informasi mengenai kolom-kolom dalam 

dataset, termasuk jumlah non-null dan tipe data masing – masing kolom. Dari Tabel 

4.2, terlihat bahwa terdapat beberapa kolom yang memiliki nilai yang hilang 

(missing values), yang perlu ditangani secara khusus pada langkah preproses data. 

Tabel 4. 2 Struktur Dataset 
No Column Non-Null Count Data type 
0 color 5024 non-null object 
1 director_name 4939 non-null object 
2 num_critic_for_reviews 4993 non-null float64 
3 duration 5028 non-null float64 
4 director_facebook_likes 4939 non-null float64 
5 actor_3_facebook_likes 5020 non-null float64 
6 actor_2_name 5030 non-null object 
7 actor_1_facebook_likes 5036 non-null float64 
8 gross 4159 non-null float64 
9 genres 5043 non-null object 
10 actor_1_name 5036 non-null object 
11 movie_title 5043 non-null object 
12 num_voted_users 5043 non-null int64 
13 cast_total_facebook_likes 5043 non-null int64 
14 actor_3_name 5020 non-null object 
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No Column Non-Null Count Data type 
15 facenumber_in_poster 5030 non-null float64 
16 plot_keywords 4890 non-null object 
17 movie_IMDb_link 5043 non-null object 
18 num_user_for_reviews 5022 non-null float64 
19 language 5029 non-null object 
20 country 5038 non-null object 
21 content_rating 4740 non-null object 
22 budget 4551 non-null float64 
23 title_year 4935 non-null float64 
24 actor_2_facebook_likes 5030 non-null float64 
25 IMDb_score 5043 non-null float64 
26 aspect_ratio 4714 non-null float64 
27 movie_facebook_likes 5043 non-null int64 

 

 Dalam dataset ini, terdapat 16 kolom yang bertipe numerik, termasuk 

num_critic_for_reviews, duration, dan gross. Terdapat 12 kolom yang merupakan 

kolom kategorikal, seperti color, director_name dan genres yang juga berperan 

penting dalam analisis. Oleh karena itu, penanganan terhadap kolom-kolom dengan 

nilai yang hilang harus dilakukan secara tepat untuk memastikan analisis dan 

pemodelan yang dilakukan dapat berjalan dengan optimal. 

4.1.3 Check for missing values 

 Pemeriksaan nilai yang hilang (missing values) merupakan langkah krusial 

dalam proses pembersihan data karena keberadaan nilai yang hilang dapat 

memengaruhi analisis dan hasil prediksi. Dalam penelitian ini, dilakukan 

pemeriksaan terhadap nilai yang hilang dalam dataset yang digunakan. Tabel 4.3 

menyajikan jumlah nilai yang hilang untuk setiap kolom dalam dataset. 

Tabel 4. 3 Jumlah Nilai yang Hilang dalam Dataset 
No Kolom Jumlah 
1 gross 884 
2 budget 492 
3 aspect_ratio 329 
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No Kolom Jumlah 
4 content_rating 303 
5 plot_keywords 153 
6 title_year 108 
7 director_name 104 
8 director_facebook_likes 104 
9 num_critic_for_reviews 50 
10 actor_3_name 23 
11 actor_3_facebook_likes 23 
12 num_user_for_reviews 21 
13 color 19 
14 duration 15 
15 language 14 
16 facenumber_in_poster 13 
17 actor_2_name 13 
18 actor_2_facebook_likes 13 
19 actor_1_name 7 
20 actor_1_facebook_likes 7 
21 country 5 
22 cast_total_facebook_likes 0 
23 num_voted_users 0 
24 movie_title 0 
25 movie_IMDb_link 0 
26 genres 0 
27 IMDb_score 0 
28 movie_facebook_likes 0 

 

 Dari Tabel 4.3, terlihat bahwa terdapat 21 kolom dengan nilai yang hilang, 

dengan jumlah yang bervariasi. Kolom-kolom seperti gross memiliki 884 nilai yang 

hilang, budget dengan 492 nilai yang hilang, dan aspect_ratio dengan 329 nilai 

yang hilang, menunjukkan jumlah nilai yang hilang yang signifikan. Untuk 

mengatasi masalah ini, beberapa langkah yang dapat dipertimbangkan adalah 

mengimputasi nilai yang hilang dengan menggunakan median, mean, atau nilai 

modus sesuai dengan distribusi data dalam kolom tersebut. Selain itu, dapat juga 

dipertimbangkan untuk menghapus baris atau kolom jika jumlah nilai yang hilang 
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sangat besar dan berpotensi merugikan analisis selanjutnya. Dengan langkah-

langkah tersebut, diharapkan dataset dapat disiapkan untuk analisis yang lebih 

efektif dan akurat. 

4.1.4 Check for duplicates 

 Check for duplicates adalah langkah penting dalam proses pembersihan 

data untuk memastikan bahwa setiap entri dalam dataset adalah unik dan tidak ada 

pengulangan yang dapat memengaruhi hasil analisis. Dalam penelitian ini, 

dilakukan pemeriksaan terhadap duplikasi dalam dataset yang digunakan. Hasil dari 

pemeriksaan menunjukkan bahwa terdapat 45 baris duplikat dalam dataset. 

Tabel 4. 4 Contoh Baris Duplikat Dalam Dataset 

 

 Tabel 4.4 menyajikan beberapa baris yang terduplikasi di mana atribut-

atribut seperti color, director_name, num_critic_for_reviews, dan lainnya memiliki 

nilai yang sama untuk entri yang berbeda. Keberadaan baris duplikat ini dapat 

mengarah pada bias dalam hasil analisis dan model prediksi, sehingga penanganan 

terhadap duplikasi ini perlu dilakukan sebelum melanjutkan ke tahap analisis lebih 

No Color
Director 
Name

Num 
Critic for 
Reviews

Duration
Director 
Faceboo
k Likes

Actor 3 
Faceboo
k Likes

Actor 2 
Name

Actor 1 
Faceboo
k Likes

Gross Genres
Num 

User for 
Reviews

Langu
age

Country

1
Black and 

White
George A. 
Romero

284 96 0 56
Duane 
Jones

125 NaN Drama Horror
Myster

y
580

2
Black and 

White
George A. 
Romero

284 96 0 56
Duane 
Jones

125 NaN Drama Horror
Myster

y
580

3
Black and 

White
Yimou 
Zhang

283 80 611 576
Tony Chiu 
Wai Leung

5000 84961 Action
Adventur

e
History 841

4
Black and 

White
Yimou 
Zhang

283 80 611 576
Tony Chiu 
Wai Leung

5000 84961 Action
Adventur

e
History 841

5 Color
Albert 

Hughes
208 122 117 140

Jason 
Flemyng

40000 31598308 Horror Mystery Thriller 541

... ... ... ... ... ... ... ... ... ... ... ... ... ...

90 Color NaN 9 60 NaN 904
Dylan 

Minnette
1000 NaN Drama Fantasy 47 English
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lanjut. Dengan menghapus entri yang terduplikasi, diharapkan hasil yang diperoleh 

menjadi lebih akurat dan dapat diandalkan. 

4.1.5 Unique and frequency values 

 Analisis nilai unik dan frekuensi dalam dataset film memberikan wawasan 

mendalam mengenai karakteristik berbagai film yang dianalisis. Dari pengamatan 

pada beberapa atribut, terdapat beberapa temuan yang signifikan: 

1. num_critic_for_reviews: Mayoritas film memiliki review kritikus yang sedikit, 

dengan beberapa film menerima hingga 813 ulasan dari kritikus. 

2. duration: Durasi film bervariasi, tetapi sebagian besar film berada dalam kisaran 

90 hingga 101 menit, yang merupakan durasi umum untuk film panjang. 

3. director_facebook_likes: Sebagian besar sutradara memiliki sedikit atau tidak 

ada likes di Facebook (0.0 untuk lebih dari 900 film). 

4. actor_1_facebook_likes: Terdapat beberapa aktor yang sangat populer dengan 

likes yang mencapai 640.000, sementara sebagian besar aktor berada dalam 

kisaran 1.000 hingga 12.000. 

5. gross: Ada variasi besar pada pendapatan film, tetapi sebagian besar film 

menghasilkan antara 3 juta hingga 470 juta USD. 

6. budget: Budget terbanyak yang umum berkisar antara 10 hingga 30 juta USD, 

dengan outlier yang memiliki anggaran jauh lebih tinggi atau lebih rendah. 

7. IMDb_score: IMDb score paling umum adalah di sekitar 6.4 hingga 7.2, dengan 

skor tertinggi yang jarang mencapai 9.5, dan terendah pada 1.6. 

 Distribusi aspect_ratio menunjukkan mayoritas film menggunakan format 

2.35 (2360 film) dan 1.85 (1906 film). Ini adalah format standar yang sering 
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digunakan dalam sinematografi modern, tetapi ada beberapa outlier yang 

menggunakan rasio lain seperti 1.33 dan 2.76. Dari analisis ini, terdapat beberapa 

insight: 

1. Variasi besar dalam popularitas di media sosial dan kinerja box office dapat 

berdampak pada hasil prediksi. 

2. Nilai yang hilang yang signifikan pada kolom penting seperti gross dan budget 

perlu diperhatikan dalam pengolahan data. 

3. Variabilitas likes di Facebook dan skor IMDb menunjukkan bahwa popularitas 

online bisa menjadi faktor penting dalam model prediksi. 

 Unique Values Categorical: 

 Pemeriksaan nilai unik pada kolom kategorikal memberikan Gambaran 

lebih lanjut tentang keberagaman dalam dataset. Beberapa temuan utama adalah 

sebagai berikut: 

1. Color: Terdapat dua nilai unik dalam kolom ini, yaitu Color (4815 film) dan 

Black and White (209 film). Ini menunjukkan bahwa sebagian besar film dalam 

dataset ini adalah film berwarna, sementara hanya sedikit yang menggunakan 

format hitam putih. 

2. Director_name: Dengan 2398 nilai unik, kolom ini mencerminkan keberagaman 

dalam industri film. Namun, beberapa sutradara terpopuler, seperti Steven 

Spielberg (26 film) dan Woody Allen (22 film), mendominasi sebagian besar 

produksi film, menandakan bahwa keberhasilan film sering kali bergantung 

pada nama besar di industri. 



58 
 

 
 

3. Actor_2_name: Kolom ini menunjukkan 3032 nilai unik, menandakan 

keberagaman dalam aktor pendukung. Keberagaman ini dapat meningkatkan 

variasi dalam alur cerita, meskipun hanya sedikit aktor yang muncul lebih 

sering. 

4. Actor_1_name: Dengan 2097 nilai unik, kolom ini menunjukkan pengaruh 

besar aktor terkemuka, seperti Robert De Niro (49 film) dan Johnny Depp (41 

film), terhadap film yang diproduksi. Keberadaan aktor terkenal dapat menjadi 

daya tarik tambahan bagi penonton. 

5. Movie_title: Terdapat 4917 judul film yang unik, mencerminkan keberagaman 

tema dan genre. Namun, ini juga mengindikasikan bahwa beberapa film 

mungkin terabaikan di antara banyaknya judul yang ada. 

6. Actor_3_name: Kolom ini memiliki 3521 nilai unik, menunjukkan pentingnya 

aktor ketiga dalam pengembangan karakter film. Kehadiran aktor pendukung 

sering kali memberikan dimensi tambahan pada narasi. 

7. Plot_keywords: Dengan 4760 nilai unik, variasi kata kunci plot menunjukkan 

potensi dalam mengkategorikan film dan menarik audiens yang tepat. Kata 

kunci yang tepat dapat membantu dalam pemasaran dan penargetan audiens. 

8. Movie_IMDb_link: Jumlah tautan IMDb yang mencapai 4919 menunjukkan 

aksesibilitas informasi film yang tinggi, yang memudahkan penonton dalam 

mencari informasi lebih lanjut tentang film yang mereka minati. 

9. Language: Dengan 52 nilai unik, kolom ini menunjukkan distribusi global film. 

Bahasa Inggris mendominasi dengan 4704 film, tetapi keberadaan bahasa lain 

mencerminkan keberagaman budaya dalam industri film. 
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10. Country: Jumlah unik pada kolom ini mencapai 65, yang menunjukkan bahwa 

film tidak hanya berasal dari negara-negara besar seperti USA dan UK, tetapi 

juga dari negara kecil. Keberagaman ini memperkaya perspektif dalam industri 

film. 

11. Content_rating: Terdapat 17 nilai unik pada kolom ini, dengan film ber-rating 

R (2118 film) paling banyak, diikuti oleh PG-13 (1461 film). Hal ini 

mencerminkan target audiens yang luas dan menunjukkan bahwa film dengan 

rating lebih tinggi mungkin mencerminkan tema yang lebih kompleks. 

 Frequencies Categorical 

 Analisis frekuensi pada kolom kategorikal juga mengungkapkan beberapa 

wawasan penting: 

1. Color: Dalam kolom ini, frekuensi untuk Color mencapai 4815, sementara 

Black and White hanya 209. Dominasi film berwarna menunjukkan preferensi 

umum penonton terhadap format ini, yang lebih menarik secara visual. 

2. Director_name: Steven Spielberg muncul sebagai sutradara terbanyak dengan 

26 film, diikuti oleh Woody Allen (22) dan Clint Eastwood (20). Ini 

menunjukkan bahwa sutradara-sutradara tersebut memiliki popularitas dan 

kepercayaan tinggi dalam industri film. 

3. Actor_2_name: Morgan Freeman muncul sebanyak 20 kali dan Charlize 

Theron 15 kali. Frekuensi tinggi aktor-aktor ini menunjukkan kemampuan 

mereka dalam menarik penonton, yang berpotensi meningkatkan penilaian 

film secara keseluruhan. 

4. Genres: Genre Drama (236) dan Comedy (209) menjadi yang paling populer, 

menunjukkan tren dalam preferensi penonton. Keberadaan genre-genre ini 

mencerminkan tema yang sering diangkat dalam industri film. 

5. Actor_1_name: Robert De Niro memiliki 49 film, sedangkan Johnny Depp 

memiliki 41 film. Kehadiran aktor terkenal ini menunjukkan bahwa aktor-
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aktor tersebut dapat mempengaruhi penilaian IMDb dan kinerja box office 

film. 

6. Movie_title: Beberapa judul film, seperti Ben-Hur dan Home, muncul 

sebanyak 3 kali. Ini menunjukkan bahwa beberapa film memiliki banyak versi 

atau remake, yang dapat mempengaruhi persepsi penonton dan ketertarikan 

mereka terhadap cerita yang diulang. 

7. Actor_3_name: John Heard muncul sebanyak 8 kali, menandakan bahwa aktor 

pendukung yang sering tampil dapat memberikan kontribusi signifikan 

terhadap kesuksesan film. Penampilan mereka dapat membantu memperkaya 

karakterisasi dalam cerita. 

8. Plot_keywords: Kata kunci "based on novel" muncul sebanyak 4 kali. Hal ini 

menunjukkan bahwa adaptasi dari novel mungkin lebih menarik bagi penonton 

yang sudah familiar dengan cerita tersebut, meningkatkan kemungkinan 

mereka untuk menonton film 

4.2 Data Preprocesssing 

 Bagian ini membahas langkah-langkah preprocessing data yang dilakukan 

untuk mempersiapkan dataset agar siap digunakan dalam pemodelan klasifikasi. 

Preprocessing bertujuan untuk menangani missing values, melakukan encoding 

pada variabel kategorikal, membuang data duplikat, melakukan binning, serta 

normalisasi data. Tahap ini penting untuk memastikan bahwa data yang digunakan 

memenuhi syarat untuk analisis lebih lanjut dan dapat memberikan hasil prediksi 

yang akurat. 

4.2.1 Penanganan Missing values 

 Dalam dataset ini, terdapat beberapa atribut yang memiliki missing values, 

yang tersebar di kolom numerik dan kategorikal. Penanganan missing values 
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dilakukan berdasarkan sifat dari masing – masing atribut, serta dampaknya terhadap 

analisis dan model yang akan dibangun. 

 Beberapa atribut seperti director_name, actor_1_name, actor_2_name, 

actor_3_name, gross, dan title_year dianggap krusial untuk analisis, terutama dalam 

konteks prediksi performa film dan analisis keuangan. Karena nilai yang hilang 

pada atribut-atribut ini dapat berdampak signifikan terhadap hasil analisis, baris 

yang memiliki missing values pada kolom ini dihapus.  

 Untuk kolom-kolom numerik yang tidak krusial namun penting, missing 

values diisi menggunakan nilai median. Pengisian dengan median dipilih karena 

lebih tahan terhadap outlier yang mungkin ada dalam data. Kolom-kolom yang 

mengalami pengisian dengan median adalah sebagai berikut: 

Tabel 4. 5 Missing values Kolom Numerik 

Nama Kolom Teknik Pengisian Alasan Penggunaan Median 

budget Median Menghindari bias dari outlier 

num_critic_for_reviews Median Menghindari bias dari outlier 

num_user_for_reviews Median Menghindari bias dari outlier 

duration Median Menghindari bias dari outlier 

actor_1_facebook_likes Median Distribusi yang sangat 
bervariasi 

actor_2_facebook_likes Median Distribusi yang sangat 
bervariasi 

actor_3_facebook_likes Median Distribusi yang sangat 
bervariasi 

director_facebook_likes Median Distribusi yang sangat 
bervariasi 

facenumber_in_poster Median Menghindari bias dari outlier 

aspect_ratio Median Menghindari bias dari outlier 
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 Untuk kolom-kolom kategorikal, missing values diisi dengan kategori 

'Unknown'. Tujuan dari pengisian ini adalah agar model tetap dapat menggunakan 

informasi yang ada tanpa kehilangan data akibat penghapusan baris, sekaligus 

memberikan informasi tambahan mengenai ketiadaan data. Kolom-kolom yang 

diisi dengan kategori ‘Unknown’ adalah sebagai berikut: 

Tabel 4. 6 Missing values Kolom Kategorikal 

Nama Kolom Teknik Pengisian Keterangan 

color Unknown Kategori yang bersifat deskriptif 
content_rating Unknown Penting untuk analisis rating 
plot_keywords Unknown Menggambarkan inti cerita film 
language Unknown Bahasa film 
country Unknown Negara asal film 

 
4.2.2 Penanganan Duplikasi Data 

 Setelah proses identifikasi duplikasi data yang dijelaskan pada sub-bab 

sebelumnya, langkah selanjutnya adalah melakukan penanganan terhadap duplikasi 

yang ditemukan dalam dataset. Proses penanganan duplikasi ini dilakukan melalui 

tahapan sebagai berikut: 

1. Penghapusan Baris Duplikat 

Sebanyak 45 baris data yang teridentifikasi sebagai duplikat dalam dataset 

dihapus guna memastikan bahwa setiap entri yang tersimpan adalah unik. 

Proses penghapusan ini dilakukan secara otomatis dengan menggunakan 

perangkat lunak yang mendukung pemrosesan data. Dalam penelitian ini, 

penghapusan dilakukan melalui pemanfaatan fungsi drop_duplicates() yang 

disediakan oleh pustaka pandas dalam bahasa pemrograman Python. Fungsi ini 

secara efektif mendeteksi dan menghapus baris-baris yang memiliki kesamaan 
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pada semua atribut yang relevan, sehingga hanya entri unik yang tersisa dalam 

dataset. 

2. Verifikasi Setelah Penghapusan 

Setelah proses penghapusan selesai dilakukan, dilakukan verifikasi lebih lanjut 

untuk memastikan bahwa dataset tidak lagi mengandung baris duplikat. 

Verifikasi ini dilakukan sebagai langkah pencegahan agar tidak ada informasi 

penting atau relevan yang secara tidak sengaja terhapus. Dataset yang telah 

bebas dari duplikasi ini kemudian digunakan untuk tahap analisis selanjutnya, 

di mana keakuratan hasil analisis diharapkan meningkat karena terhindar dari 

bias yang disebabkan oleh entri data ganda. 

 Melalui langkah-langkah penanganan duplikasi ini, dataset yang 

digunakan dalam penelitian ini telah terbebas dari masalah duplikasi data. Hal ini 

memastikan bahwa proses analisis data berikutnya dapat dilakukan secara lebih 

akurat dan hasil yang diperoleh dapat lebih diandalkan. 

4.2.3 Binning pada Variabel IMDb Score dan Durasi 

 Pada tahap ini, dilakukan binning atau pengelompokan terhadap dua 

variabel kontinu, yaitu IMDb score dan durasi film. Teknik binning digunakan 

untuk mengonversi nilai kontinu menjadi kategori, yang sangat bermanfaat untuk 

mempermudah analisis, terutama dalam konteks klasifikasi atau untuk 

mengeksplorasi pola hubungan antar variabel. Variabel IMDB score 

dikelompokkan menjadi tiga kategori yaitu Low untuk skor antara 0 hingga 4, 

Medium untuk skor antara 4 hingga 7, dan High untuk skor antara 7 hingga 10. 
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Teknik ini bertujuan untuk menyederhanakan analisis, khususnya dalam klasifikasi 

atau eksplorasi pola hubungan antar variabel.   

Tabel 4. 7 Jumlah IMDB Score Binned 
IMDB_SCORE_BINNED JUMLAH 

Low 102 
Medium 2749 

High 1257 
 
 Selanjutnya, variabel durasi film juga dikelompokkan (binning) untuk 

memahami pengaruh durasi terhadap IMDb rating. Film dikelompokkan ke dalam 

empat kategori berdasarkan panjang durasinya: Short untuk film berdurasi kurang 

dari 60 menit, Medium untuk film dengan durasi antara 60 hingga 120 menit, Long 

untuk film berdurasi antara 120 hingga 180 menit, dan Very Long untuk film 

dengan durasi lebih dari 180 menit. Pengelompokan ini memudahkan analisis 

mengenai hubungan antara durasi film dan IMDb rating, serta membantu visualisasi 

distribusi rating berdasarkan panjang durasi film yang berbeda. 

 Setelah pengelompokan durasi dilakukan, rata-rata IMDb score dihitung 

untuk setiap kategori durasi. Hasil perhitungan ini menunjukkan tren umum 

mengenai bagaimana durasi film berhubungan dengan penilaian yang diberikan 

penonton. Tabel 4.8 menunjukkan ringkasan statistik dari IMDb score berdasarkan 

kategori durasi film: 

Tabel 4. 8 Ringkasan Statistik IMDb Score Berdasarkan Kategori Durasi Film 

Kategori 
Durasi 

Jumlah 
Film 

Rata-rata 
IMDb Score 

Standar 
Deviasi Min Q1 Median Q3 Max 

Short 6 7.38 0.35 6.9 7.15 7.4 7.65 7.8 
Medium 3147 6.29 1.03 1.6 5.70 6.4 7.00 8.6 
Long 901 7.03 0.86 2.4 6.50 7.1 7.60 9.3 
Very 
Long 54 7.55 0.80 5.5 7.20 7.7 8.00 9.0 
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Dari Tabel 4.8 dapat diambil kesimpulan sebagai berikut: 

1. Kategori Short (Durasi < 60 menit): Film dengan durasi pendek memiliki rata-

rata IMDb score tertinggi, yaitu 7.38, meskipun jumlah film dalam kategori ini 

relatif sedikit (6 film). Standar deviasi yang rendah (0.35) menunjukkan bahwa 

nilai IMDb score di kategori ini relatif konsisten. 

2. Kategori Medium (Durasi 60 - 120 menit): Film dengan durasi sedang memiliki 

jumlah terbesar dalam dataset (3.147 film), dengan rata-rata IMDb score 6.29. 

Nilai ini lebih rendah dibandingkan kategori lainnya, tetapi variasi skor (standar 

deviasi 1.03) menunjukkan distribusi yang lebih lebar. 

3. Kategori Long (Durasi 120 - 180 menit): Film dengan durasi panjang memiliki 

rata-rata IMDb score 7.03. Jumlah film dalam kategori ini (901 film) cukup 

signifikan untuk analisis. Standar deviasi yang lebih kecil (0.86) dibandingkan 

kategori Medium menunjukkan bahwa film dengan durasi panjang cenderung 

memiliki skor yang lebih stabil. 

4. Kategori Very Long (Durasi > 180 menit): Film dengan durasi sangat panjang 

menunjukkan rata-rata IMDb score tertinggi, yaitu 7.55. Walaupun jumlah film 

dalam kategori ini relatif sedikit (54 film), hasil ini menunjukkan bahwa film 

dengan durasi yang lebih lama cenderung mendapatkan rating yang lebih tinggi. 

Standar deviasi 0.80 menunjukkan bahwa variasi skor di kategori ini juga cukup 

rendah. 

Analisis menunjukkan adanya hubungan antara durasi film dan rating 

IMDb. Film berdurasi lebih panjang, terutama kategori Very Long, cenderung 

mendapatkan rating lebih tinggi. Meski kategori Medium mendominasi jumlah 
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film, rata-rata IMDb score di kategori ini lebih rendah dibandingkan kategori 

berdurasi lebih panjang. 

Hal ini mengindikasikan bahwa film panjang dengan plot lebih mendalam 

mungkin lebih diapresiasi penonton. Meskipun demikian, kategori Short dengan 

jumlah film sedikit tetap menunjukkan rating tinggi, menunjukkan bahwa durasi 

singkat tidak menghalangi film berkualitas untuk mendapatkan penilaian baik. 

4.2.4 Encoding Variabel Kategorikal 

 Pada tahap ini, dilakukan encoding terhadap variabel kategorikal di dalam 

dataset agar dapat diproses oleh algoritma machine learning. Proses encoding 

dibagi menjadi beberapa metode berdasarkan karakteristik variabel kategorikal 

yang ada. 

 One-Hot Encoding dilakukan pada variabel kategorikal dengan jumlah 

kategori yang relatif sedikit seperti color, content_rating, dan language. One-Hot 

Encoding mengonversi setiap kategori unik dalam kolom menjadi kolom biner (0 

atau 1). Namun, untuk menghindari dummy variable trap, satu kategori pertama 

dari masing – masing kolom di-drop (dihapus). Dengan demikian, variabel color, 

content_rating, dan language diubah menjadi representasi numerik biner. 

Tabel 4. 9 Sampel Sebelum One Hot Encoding 
Index Color Content Rating Language 

0 Color PG-13 English 
1 Color PG-13 English 
2 Color PG-13 English 
3 Color PG-13 English 
5 Color PG-13 English 

 
Tabel 4. 10 Sampel Setelah One Hot Encoding 

Index Color_Color Content Rating_PG-13 Language_English 
0 TRUE TRUE TRUE 
1 TRUE TRUE TRUE 
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Index Color_Color Content Rating_PG-13 Language_English 
2 TRUE TRUE TRUE 
3 TRUE TRUE TRUE 
5 TRUE TRUE TRUE 

 
 Beberapa variabel memiliki jumlah kategori yang banyak, seperti 

actor_1_name, actor_2_name, actor_3_name, plot_keywords, country, 

director_name, dan genres. Untuk menghindari penciptaan terlalu banyak fitur baru 

(kolom) yang dapat menyebabkan dimensionality curse, metode Frequency 

Encoding digunakan. Frequency Encoding mengubah kategori menjadi nilai 

numerik berdasarkan frekuensi kemunculan kategori tersebut dalam dataset. 

Tabel 4. 11 Sampel Sebelum Frequency Encoding 
In
de
x 

actor_1
_name 

actor_2
_name 

actor_3
_name 

plot_keywords cou
ntr
y 

directo
r_name 

genres 

0 
CCH 

Pounde
r 

Joel 
David 
Moore 

Wes 
Studi 

avatar|future|marine
|native|paraplegic 

US
A 

James 
Camero

n 

Action|Adventu
re|Fantasy|Sci-

Fi 

1 Johnny 
Depp 

Orland
o 

Bloom 

Jack 
Davenp

ort 

goddess|marriage 
ceremony|marriage 

proposal 

US
A 

Gore 
Verbins

ki 

Action|Adventu
re|Fantasy 

2 
Christo

ph 
Waltz 

Rory 
Kinnear 

Stephan
ie 

Sigman 

bomb|espionage|seq
uel|spy|terrorist 

UK Sam 
Mendes 

Action|Adventu
re|Thriller 

3 Tom 
Hardy 

Christia
n Bale 

Joseph 
Gordon
-Levitt 

deception|imprison
ment|lawlessness 

US
A 

Christo
pher 

Nolan 

Action|Thriller 

5 Daryl 
Sabara 

Samant
ha 

Morton 

Polly 
Walker 

alien|american civil 
war|male 

nipple|mars 

US
A 

Andrew 
Stanton 

Action|Adventu
re|Sci-Fi 

 
Tabel 4. 12 Sampel Setelah Frequency Encoding 

In
de
x 

actor_1_n
ame_coun
t 

actor_2_n
ame_coun
t 

actor_3_n
ame_coun
t 

plot_keyw
ords_coun
t 

countr
y_coun
t 

director_n
ame_count 

genres
_count 

0 4 4 3 1 3201 7 12 
1 39 7 4 1 3201 7 25 
2 4 2 1 1 358 8 45 
3 10 5 2 1 3201 8 22 
5 2 3 1 1 3201 3 46 

 Variabel target yang telah dibinned, yaitu IMDb_score_binned, dan 

variabel durasi yang telah dibinned, duration_binned, di-encode menggunakan 
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Label Encoding. Label Encoding memberikan nilai numerik yang berurutan 

(integer) untuk setiap kategori yang ada dalam variabel tersebut. 

Tabel 4. 13 Sampel Sebelum Label Encoding 
Index IMDb_score_binned duration_binned 

0 high Long 
1 high Long 
2 medium Long 
3 high Long 
5 medium Long 

Tabel 4. 14 Sampel Setelah Label Encoding 

Index IMDb_score_binned_encoded duration_binned_encoded 

0 0 0 
1 0 0 
2 2 0 
3 0 0 
5 2 0 

 
4.2.5 Normalisasi Data 

 Normalisasi bertujuan untuk membawa fitur numerik ke dalam skala yang 

sama. Proses ini penting untuk memastikan bahwa model machine learning dapat 

belajar dengan baik dari data yang telah dinormalisasi, mengingat perbedaan skala 

yang besar antara fitur-fitur numerik dapat memengaruhi performa model. 

Normalisasi dilakukan pada kolom-kolom yang dianggap penting, yaitu budget, 

gross, actor_1_facebook_likes, dan actor_2_facebook_likes. Sebelum dilakukan 

normalisasi, nilai statistik deskriptif dari kolom-kolom tersebut ditampilkan pada 

Tabel 4.15 : 

Tabel 4. 15 Statistik Deskripstif Sebelum Normalisasi 

  Budget Gross Actor 1 Facebook 
Likes 

Actor 2 Facebook 
Likes 

Count 4,108 4,108 4,108 4,108 

Mean 
43,920,250.00 48,483,100.00 7,351.11 1,881.48 
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  Budget Gross Actor 1 Facebook 
Likes 

Actor 2 Facebook 
Likes 

Std 
216,423,700.00 68,040,090.00 15,102.51 4,361.05 

Min 218.00.00 162.00.00 00.00 00.00 

25% 
10,000,000.00 5,355,729.00 699.00.00 344.00.00 

50% 
24,000,000.00 25,543,470.00 1,000.00 650.00.00 

75% 
49,225,000.00 62,463,730.00 12,000.00 962.00.00 

Max 
12,215,500,000.00 760,505,800.00 640,000.00 137,000.00 

 
Tabel 4. 16 Statistik Deskriptif Setelah Normalisasi 

  Budget Gross Actor 1 Facebook 
Likes Actor 2 Facebook Likes 

Count 4,108 4,11 4,108 4,108 
Mean 6.92e-18 00.00 2.77e-17 00.00 
Std 01.00 01.00 01.00 01.00 
Min -0.20 -0.71 -4.87 -0.43 
25% -0.16 -0.63 -4.41 -0.35 
50% -0.09 -0.34 -4.21 -0.28 
75% 00.02 00.21 00.31 -0.21 
Max 56.25.00 10.47 41.89 30.99 

 

 Dari hasil normalisasi yang ditunjukkan pada Tabel 4.6, dapat dilihat 

bahwa semua fitur numerik telah memiliki rata-rata mendekati nol dengan standar 

deviasi 1 (satu). Perubahan ini menunjukkan bahwa distribusi data untuk kolom-

kolom tersebut telah diubah ke skala yang sama tanpa mengubah pola distribusi 

internalnya, sehingga tidak ada satu fitur yang mendominasi fitur lainnya dalam hal 

skala. Dengan normalisasi yang telah diterapkan, diharapkan model yang akan 

dibangun dapat bekerja lebih efektif dan efisien dalam mempelajari pola dari data 

yang sudah distandarisasi. 
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4.2.6 Split Dataset 

 Data dibagi menjadi data latih (training set) dan data uji (test set) 

menggunakan metode stratified split untuk menjaga keseimbangan proporsi 

variabel target pada kedua set data. Pembagian ini dilakukan dalam empat skenario 

untuk mengevaluasi pengaruh perbedaan rasio pembagian data terhadap performa 

model. Keempat skenario yang digunakan adalah sebagai berikut: 

1. 90% data latih dan 10% data uji. 

2. 80% data latih dan 20% data uji. 

3. 75% data latih dan 25% data uji. 

4. 70% data latih dan 30% data uji. 

Tabel 4. 17 Ukuran Data Setelah Proses Split 
Skenario X_train (shape) y_train (shape) X_test (shape) y_test (shape) 

90:10 (3697, 45) (3697,) (411, 45) (411,) 
80:20 (3286, 45) (3286,) (822, 45) (822,) 
75:25 (3081, 45) (3081,) (1027, 45) (1027,) 
70:30 (2875, 45) (2875,) (1233, 45) (1233,) 

 
Berikut merupakan contoh sampel data yang dihasilkan dari skenario 1: 

Tabel 4. 18 Contoh Sampel Data X Train Skenario 1 
index num_voted_users cast_total_facebook_likes color_Color color_Unknown content_rating_G 
4073 27650 14696 TRUE FALSE FALSE 
2830 64556 529 TRUE FALSE FALSE 
2906 132386 156 TRUE FALSE FALSE 
2576 8217 1227 TRUE FALSE FALSE 
1809 6476 3389 TRUE FALSE FALSE 

 
Tabel 4. 19 Contoh Sampel Data Y Train Skenario 1 

IMDb_score_binned_encoded Jumlah 
2 2474 
0 1131 
1 92 
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4.2.7 Oversampling dengan SMOTE 

 Setelah melakukan pembagian data, proses oversampling dilakukan pada 

data latih menggunakan metode SMOTE (Synthetic Minority Over-sampling 

Technique) untuk mengatasi masalah ketidakseimbangan kelas. SMOTE membuat 

sampel sintetis dari kelas minoritas sehingga distribusi kelas menjadi lebih 

seimbang. 

Tabel 4. 20 Ukuran Data Setelah Proses SMOTE 

Skenario X_train (shape) y_train 
(shape) X_test (shape) y_test (shape) 

90:10 (7422, 45) (7422,) (411, 45) (411,) 
80:20 (6597, 45) (6597,) (822, 45) (822,) 
75:25 (6186, 45) (6186,) (1027, 45) (1027,) 
70:30 (5722, 45) (5722,) (1233, 45) (1233,) 

 
Tabel 4. 21 Contoh Sampel Data Y Train Skenario 1 

IMDb_score_binned_encoded Jumlah 
2 2474 
0 2474 
1 2474 

 
4.3 Evaluasi 

 Bagian ini bertujuan untuk memberikan analisis menyeluruh terhadap 

kinerja model yang telah diterapkan, yaitu Random Forest (RF) dan Neural 

Network (NN). Evaluasi dilakukan dengan menggunakan beberapa skenario, baik 

dengan maupun tanpa penerapan teknik penanganan ketidakseimbangan data, 

seperti SMOTE (Synthetic Minority Over-sampling Technique). Evaluasi dilakukan 

untuk mengukur kinerja prediktif model pada rating film, terutama dalam 

menangani kelas minoritas. 



72 
 

 
 

4.3.1 Evaluasi Model Random Forest (RF) 

 Model Random Forest dievaluasi dalam empat skenario berbeda, baik 

tanpa maupun dengan penerapan teknik SMOTE, yang dirancang untuk mengatasi 

ketidakseimbangan data. Setiap skenario memiliki perbedaan dalam proporsi data 

pelatihan (train) dan data pengujian (test), yang dijelaskan sebagai berikut: 

1. Model A dengan pembagian 90% data train dan 10% data test. 

2. Model B dengan pembagian 80% data train dan 20% data test. 

3. Model C dengan pembagian 75% data train dan 25% data test. 

4. Model D dengan pembagian 70% data train dan 30% data test. 

 Pada masing – masing skenario, dilakukan pengujian pada dua kondisi: 

tanpa penerapan SMOTE dan dengan penerapan SMOTE. 

 Skenario 1 – tanpa SMOTE  

 Pada skenario ini, data dibagi dengan proporsi 90% untuk data pelatihan 

dan 10% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 22 Matriks Kebingungan Skenario 1 - Tanpa SMOTE (RF) 

Prediksi/Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah 
Prediksi 

High (0) 67 0 59 126 
Low (1) 0 0 10 10 
Medium (2) 16 0 259 275 
Jumlah Aktual 83 10 328 411 

 

 Tabel 4.22 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Medium (2), dan Low (1). model berhasil mengklasifikasikan 67 film sebagai 

High, tetapi tidak ada film yang teridentifikasi dalam kategori Low. Sebagian besar 
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film terklasifikasi dalam kategori Medium, dengan 259 dari 328 sampel berhasil 

terklasifikasi dengan benar. Hasil ini menunjukkan kecenderungan model untuk 

mengelompokkan lebih banyak data ke dalam kategori Medium, yang 

mengindikasikan potensi bias akibat distribusi data yang tidak seimbang. 

Tabel 4. 23 Evaluasi Model Skenario 1 - Tanpa SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.81 0.53 0.64 126 

Low (1) 0.00 0.00 0.00 10 
Medium (2) 0.79 0.94 0.86 275 
Akurasi - - - 0.79 

Macro Avg 0.53 0.49 0.50 411 
Weighted Avg 0.78 0.79 0.77 411 

 
 Tabel 4.23 precision untuk kelas High tercatat sebesar 0.81, menunjukkan 

bahwa 81% dari film yang diprediksi sebagai High benar-benar memiliki rating 

tinggi. Recall kelas High mencapai 0.53, yang berarti model berhasil 

mengidentifikasi 53% dari film ber-rating tinggi. Namun, pada kelas Low, semua 

nilai precision, recall, dan F1-score bernilai nol, yang menunjukkan kegagalan 

model dalam mengenali film dalam kategori ini. Akurasi keseluruhan model adalah 

79%, tetapi nilai rendah pada kelas Low menunjukkan kelemahan model dalam 

mendeteksi film ber-rating rendah. Ketidakseimbangan kelas menjadi kendala 

utama yang mempengaruhi performa model secara signifikan. 

 Skenario 1 – dengan SMOTE 

 Pada skenario ini, data dibagi dengan proporsi 90% untuk data pelatihan 

dan 10% untuk data pengujian. Teknik SMOTE diterapkan untuk menyeimbangkan 

data pada kelas yang kurang terwakili, dengan tujuan meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas. 
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Tabel 4. 24 Matriks Kebingungan Skenario 1 - Dengan SMOTE (RF) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 
High (0) 80 1 45 126 
Low (1) 0 1 9 10 
Medium (2) 31 4 240 275 
Jumlah Aktual 111 6 294 411 

 

 Tabel 4.24 menunjukkan hasil klasifikasi model setelah penerapan 

SMOTE. model berhasil meningkatkan deteksi film pada kategori Low, dengan 

satu film berhasil terklasifikasi dengan benar. Meskipun ada kesalahan prediksi di 

kategori lain, terutama pada kelas Medium dan High, hasil ini menunjukkan bahwa 

SMOTE berhasil meningkatkan keseimbangan meskipun tantangan dalam 

membedakan antar kategori masih ada. 

Tabel 4. 25 Metrik Evaluasi Model Skenario 1 - Dengan SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.72 0.63 0.68 126 
Low (1) 0.17 0.10 0.12 10 

Medium (2) 0.82 0.87 0.84 275 
Akurasi - - - 0.78 
Macro Avg 0.57 0.54 0.55 411 
Weighted Avg 0.77 0.78 0.77 411 

 

 Tabel 4.25 menampilkan metrik evaluasi model setelah penerapan 

SMOTE. Precision untuk kategori High tercatat sebesar 0.72, yang menunjukkan 

bahwa 72% dari film yang diprediksi sebagai High benar-benar ber-rating tinggi. 

Recall untuk kelas High mencapai 0.63, menandakan model berhasil 

mengidentifikasi 63% dari film ber-rating tinggi. Namun, pada kelas Low, nilai 

precision, recall, dan F1-score semuanya masih rendah, menunjukkan bahwa model 

masih gagal mengenali film dalam kategori ini. Metrik untuk kategori Medium 

menunjukkan performa yang lebih baik, dengan precision 0.82 dan recall 0.87, 
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menandakan model cukup baik dalam mendeteksi film yang termasuk kategori ini. 

Akurasi keseluruhan model tetap di angka 78%, yang tidak mengalami perubahan 

signifikan dibandingkan dengan pengujian tanpa SMOTE. 

 Penggunaan SMOTE menunjukkan peningkatan dalam mengidentifikasi 

kategori Low, tetapi juga menunjukkan bahwa SMOTE tidak sepenuhnya 

menyelesaikan permasalahan ketidakseimbangan kelas, terutama pada kategori 

yang tumpang tindih seperti High dan Medium. Hal ini menunjukkan perlunya 

teknik penyeimbangan tambahan atau penyempurnaan algoritma model untuk 

meningkatkan kemampuan klasifikasi pada kategori yang lebih spesifik. 

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.1: 

 
Gambar 4. 1 Faktor Penting Skenario 1 
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 Skenario 2 – Tanpa SMOTE 

 Pada skenario 2 ini, data dibagi dengan proporsi 80% untuk data pelatihan 

dan 20% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 26 Matriks Kebingungan Skenario 1 - Dengan SMOTE (RF) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 122 0 130 252 
Low (1) 0 0 20 20 

Medium (2) 27 0 523 550 

Jumlah Aktual 149 20 673 822 
 

 Tabel 4.26 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Medium (2), dan Low (1). Model berhasil mengklasifikasikan 122 film sebagai 

High, tetapi tidak ada film yang terklasifikasi sebagai Low. Sebagian besar data 

terkelompok dalam kategori Medium, dengan 523 dari 550 sampel terklasifikasi 

dengan benar. Hasil ini menunjukkan kecenderungan model untuk 

mengelompokkan data ke dalam kategori Medium, yang mengindikasikan potensi 

bias akibat ketidakseimbangan distribusi data. 

Tabel 4. 27 Evaluasi Model Skenario 2 - Tanpa SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.82 0.48 0.61 252 

Low (1) 0.00 0.00 0.00 20 
Medium (2) 0.78 0.95 0.86 550 
Akurasi - - - 0.78 

Macro Avg 0.53 0.48 0.49 822 

Weighted Avg 0.77 0.78 0.76 822 
 

 Tabel 4.27 menampilkan metrik evaluasi, termasuk precision, recall, dan 

F1-score untuk setiap kategori. Precision untuk kelas High tercatat sebesar 0.82, 

menunjukkan bahwa 82% dari film yang diprediksi sebagai High benar-benar 
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memiliki rating tinggi. Recall kelas High adalah 0.48, menunjukkan bahwa model 

hanya dapat mengidentifikasi 48% dari film ber-rating tinggi. Nilai precision, 

recall, dan F1-score untuk kelas Low bernilai nol, menandakan kegagalan model 

dalam mendeteksi film ber-rating rendah. Akurasi keseluruhan model adalah 78%, 

tetapi nilai rendah pada kelas Low mengindikasikan kelemahan dalam 

mengklasifikasikan film dengan rating rendah. Dari pengujian ini, 

ketidakseimbangan kelas masih menjadi kendala utama yang mempengaruhi 

performa model secara signifikan. 

 Skenario 2 – dengan SMOTE 

 Pada skenario 2 ini, data dibagi dengan proporsi 80% untuk data pelatihan 

dan 20% untuk data pengujian. Pengujian kali ini menerapkan teknik SMOTE 

untuk menyeimbangkan data, dengan harapan untuk meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas. 

Tabel 4. 28 Matriks Kebingungan Skenario 1 - Dengan SMOTE (RF) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 
High (0) 157 1 94 252 
Low (1) 0 0 20 20 

Medium (2) 71 9 470 550 
Jumlah Aktual 228 10 584 822 

 

 Tabel 4.28 menunjukkan hasil klasifikasi model setelah penerapan 

SMOTE. Model berhasil meningkatkan deteksi film pada kategori Low, dengan 

lima film berhasil terklasifikasi benar. Meskipun demikian, terdapat beberapa 

kesalahan klasifikasi pada kategori lainnya, terutama pada kelas Medium dan High, 

menunjukkan bahwa meskipun SMOTE meningkatkan keseimbangan, tantangan 

dalam membedakan antara kategori masih ada. 
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Tabel 4. 29 Metrik Evaluasi Model Skenario 1 - Dengan SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.69 0.62 0.65 252 

Low (1) 0.00 0.00 0.00 20 
Medium (2) 0.80 0.85 0.83 550 
Akurasi - - - 0.76 

Macro Avg 0.50 0.49 0.49 822 
Weighted Avg 0.75 0.76 0.76 822 

 

 Tabel 4.29 menunjukkan metrik evaluasi setelah penerapan SMOTE. 

Precision untuk kategori High tercatat sebesar 0.69, dengan recall sebesar 0.62, 

menunjukkan bahwa model berhasil mengidentifikasi 62% dari film ber-rating 

tinggi yang ada. Pada kelas Low, nilai precision, recall, dan F1-score semuanya 

masih rendah, menandakan bahwa model tetap gagal mengenali film dalam kategori 

ini. Metrik untuk kategori Medium menunjukkan performa yang lebih baik, dengan 

precision sebesar 0.80 dan recall sebesar 0.85. Akurasi keseluruhan model 

mencapai 76%, yang menunjukkan sedikit penurunan dibandingkan tanpa SMOTE. 

 Penggunaan SMOTE terbukti meningkatkan performa model dalam 

mengidentifikasi kategori Low, tetapi hasil ini juga mengindikasikan bahwa 

SMOTE tidak sepenuhnya menyelesaikan permasalahan ketidakseimbangan kelas, 

terutama pada kategori yang tumpang tindih seperti High dan Medium. Hasil ini 

menunjukkan bahwa teknik balancing tambahan atau penyempurnaan algoritma 

model mungkin diperlukan untuk meningkatkan kemampuan klasifikasi pada 

kategori yang lebih spesifik dan seimbang.  

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.2: 
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Gambar 4. 2 Faktor Penting Skenario 2 

 

 Skenario 3 – tanpa SMOTE 

 Pada skenario 3 ini, data dibagi dengan proporsi 75% untuk data pelatihan 

dan 25% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 30 Matriks Kebingungan Skenario 3 - Tanpa SMOTE (RF) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 159 0 155 314 
Low (1) 0 0 26 26 
Medium (2) 37 0 650 687 
Jumlah Aktual 196 26 831 1053 

 

 Tabel 4.30 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Medium (2), dan Low (1). Model berhasil mengklasifikasikan 159 film sebagai 

High, tetapi tidak ada film yang teridentifikasi dalam kategori Low. Sebagian besar 

film terklasifikasi dalam kategori Medium, dengan 650 dari 831 sampel berhasil 

diklasifikasi dengan benar. Hasil ini menunjukkan bahwa meskipun ada 

peningkatan dalam deteksi film ber-rating tinggi, model tetap menunjukkan bias 

terhadap kategori Medium dan gagal mendeteksi film dengan rating rendah. 
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Tabel 4. 31 Evaluasi Model Skenario 3 - Tanpa SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.81 0.51 0.62 314 

Low (1) 0.00 0.00 0.00 26 
Medium (2) 0.78 0.95 0.86 687 
Akurasi 

   
0.79 

Macro Avg 0.53 0.48 0.49 1027 
Weighted Avg 0.77 0.79 0.76 1027 

 

 Tabel 4.31 menampilkan metrik evaluasi model, termasuk precision, 

recall, dan F1-score untuk setiap kategori. Precision untuk kategori High tercatat 

sebesar 0.81, menunjukkan bahwa 81% dari film yang diprediksi sebagai High 

benar-benar ber-rating tinggi. Pada kategori Low, semua nilai precision, recall, dan 

F1-score bernilai nol, yang menunjukkan bahwa model gagal mendeteksi film 

dalam kategori ini. Akurasi keseluruhan model adalah 79%, tetapi nilai precision 

dan recall yang rendah untuk kelas Low menunjukkan kelemahan model dalam 

mendeteksi film dengan rating rendah. Hasil ini mengindikasikan bahwa 

ketidakseimbangan kelas menjadi kendala utama yang mempengaruhi performa 

model. 

 Skenario 3 – dengan SMOTE 

 Pada skenario 3 ini, data dibagi dengan proporsi 75% untuk data pelatihan 

dan 25% untuk data pengujian. Pengujian kali ini menerapkan teknik SMOTE 

untuk menyeimbangkan data, dengan harapan untuk meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas. 

Tabel 4. 32 Matriks Kebingungan Skenario 3 - Dengan SMOTE (RF) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 205 1 108 314 
Low (1) 0 2 24 26 
Medium (2) 91 9 587 687 
Jumlah Aktual 296 26 719 1053 
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 Tabel 4.32 menunjukkan hasil klasifikasi model setelah penerapan 

SMOTE. Model berhasil meningkatkan deteksi pada kategori Low, dengan dua film 

terklasifikasi benar. Meskipun ada peningkatan dalam keseimbangan kelas, 

kesalahan klasifikasi masih terjadi, terutama pada kelas Medium dan High, 

menunjukkan bahwa SMOTE meningkatkan keseimbangan namun masih 

menghadapi tantangan dalam membedakan kategori secara spesifik. 

Tabel 4. 33 Metrik Evaluasi Model Skenario 3 - Dengan SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.69 0.65 0.67 314 

Low (1) 0.17 0.08 0.11 26 
Medium (2) 0.82 0.85 0.83 687 

Akurasi 
  

0.77 
 

Macro Avg 0.56 0.53 0.54 1027 

Weighted Avg 0.76 0.77 0.77 1027 
 

 Tabel 4.33 menampilkan metrik evaluasi model setelah penerapan 

SMOTE. Precision untuk kategori High tercatat sebesar 0.69, menunjukkan bahwa 

69% dari film yang diprediksi sebagai High benar-benar ber-rating tinggi. 

Meskipun recall untuk kelas High meningkat menjadi 0.65, model masih 

menunjukkan kelemahan dalam mendeteksi kategori Low dengan nilai precision 

dan recall yang rendah. Akurasi keseluruhan model mencapai 77%, sedikit lebih 

rendah dibandingkan pengujian tanpa SMOTE, namun menunjukkan peningkatan 

dalam ketepatan deteksi kategori yang lebih seimbang. 

 Penggunaan SMOTE membantu dalam meningkatkan deteksi kategori 

Low, namun hasil ini mengindikasikan bahwa tambahan teknik balancing atau 
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penyempurnaan algoritma model mungkin diperlukan untuk klasifikasi yang lebih 

baik pada kategori High, Medium, dan Low. 

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.3: 

 
Gambar 4. 3 Faktor Penting Skenario 3 

 

 Skenario 4 – tanpa SMOTE 

 Pada skenario 4 ini, data dibagi dengan proporsi 70% untuk data pelatihan 

dan 30% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 34 Matriks Kebingungan Skenario 4 - Tanpa SMOTE (RF) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 
High (0) 184 0 193 377 
Low (1) 0 0 31 31 
Medium (2) 42 0 783 825 
Jumlah Aktual 226 31 1007 1264 

 

 Tabel 4.34 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Medium (2), dan Low (1). Model berhasil mengklasifikasikan 184 film sebagai 



83 
 

 
 

High, tetapi tidak ada film yang teridentifikasi dalam kategori Low. Sebagian besar 

film terklasifikasi dalam kategori Medium, dengan 783 dari 825 sampel 

terklasifikasi benar. Hasil ini menunjukkan bahwa model masih menunjukkan bias 

terhadap kategori Medium dan tidak mampu mendeteksi film dengan rating rendah. 

Tabel 4. 35 Evaluasi Model Skenario 4 - Tanpa SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.81 0.49 0.61 377 

Low (1) 0.00 0.00 0.00 31 
Medium (2) 0.78 0.95 0.85 825 

Akurasi 
  

0.78 
 

Macro Avg 0.53 0.48 0.49 1233 

Weighted Avg 0.77 0.78 0.76 1233 
 

 Tabel 4.35 menampilkan metrik evaluasi model, termasuk precision, 

recall, dan F1-score untuk setiap kategori. Precision untuk kategori High tercatat 

sebesar 0.81, menunjukkan bahwa 81% dari film yang diprediksi sebagai High 

benar-benar ber-rating tinggi. Namun, pada kategori Low, semua nilai precision, 

recall, dan F1-score bernilai nol, yang menunjukkan bahwa model tidak mampu 

mendeteksi film dalam kategori ini. Akurasi keseluruhan model adalah 78%, tetapi 

rendahnya nilai precision dan recall untuk kelas Low menunjukkan kelemahan 

model dalam mendeteksi film dengan rating rendah. 

 Skenario 4 – dengan SMOTE 

 Pada skenario 4 ini, data dibagi dengan proporsi 70% untuk data pelatihan 

dan 30% untuk data pengujian. Pengujian kali ini menerapkan teknik SMOTE 

untuk menyeimbangkan data, dengan harapan untuk meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas. 
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Tabel 4. 36 Matriks Kebingungan Skenario 4 - Dengan SMOTE (RF) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 241 1 135 377 
Low (1) 0 2 29 31 
Medium (2) 103 13 709 825 
Jumlah Aktual 267 31 873 1271 

 

 Tabel 4.36 menunjukkan hasil klasifikasi model setelah penerapan 

SMOTE. Model berhasil meningkatkan deteksi film pada kategori Low, dengan 

lima film berhasil terklasifikasi benar. Meskipun demikian, terdapat beberapa 

kesalahan klasifikasi pada kategori lainnya, terutama pada kelas Medium dan High, 

menunjukkan bahwa meskipun SMOTE meningkatkan keseimbangan, tantangan 

dalam membedakan antara kategori masih ada. 

Tabel 4. 37 Metrik Evaluasi Model Skenario 4 - Dengan SMOTE (RF) 
Kelas Precision Recall F1-Score Support 

High (0) 0.70 0.64 0.67 377 

Low (1) 0.12 0.06 0.09 31 

Medium (2) 0.81 0.86 0.84 825 
Akurasi 

  
0.77 

 

Macro Avg 0.55 0.52 0.53 1233 

Weighted Avg 0.76 0.77 0.77 1233 
 

 Tabel 4.37 menunjukkan metrik evaluasi model setelah penerapan 

SMOTE. Precision untuk kategori High adalah 0.70, menunjukkan bahwa 70% dari 

film yang diprediksi sebagai High benar-benar ber-rating tinggi. Recall untuk 

kategori High mencapai 0.64, menunjukkan bahwa model berhasil mengidentifikasi 

64% dari film ber-rating tinggi. Namun, pada kategori Low, precision, recall, dan 

F1-score bernilai rendah, menandakan bahwa model masih belum optimal dalam 

mendeteksi film dengan rating rendah. Akurasi keseluruhan model tetap berada di 

angka 77%. 
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 Penggunaan SMOTE meningkatkan performa model dalam 

mengidentifikasi kategori Low, tetapi hasil ini juga menunjukkan bahwa SMOTE 

tidak sepenuhnya mengatasi masalah ketidakseimbangan kelas, terutama pada 

kategori yang tumpang tindih seperti High dan Medium. 

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.4: 

 
Gambar 4. 4 Faktor Penting Skenario 4 

 

 Hapus Fitur Penting RF 

 Pada subbab ini dilakukan analisis terhadap performa model Random 

Forest (RF) setelah menghapus beberapa fitur yang dinilai penting, yaitu 

num_voted_users dan num_critic_for_reviews. Penghapusan ini diuji pada empat 

skenario pembagian data yaitu 90:10, 80:20, 75:25, dan 70:30, yang masing – 

masing mencakup perbandingan hasil sebelum dan setelah penghapusan fitur. 

Tabel 4. 38 Hasil Evaluasi Model RF Sebelum dan Setelah Penghapusan Fitur Penting 
Skenario Accuracy Precision Recall F1 Score 
90:10 (Tanpa Penghapusan Fitur) 0.793187 0.775816 0.793187 0.771339 
90:10 (Dengan Penghapusan Fitur) 0.790754 0.780801 0.790754 0.764278 



86 
 

 
 

Skenario Accuracy Precision Recall F1 Score 
80:20 (Tanpa Penghapusan Fitur) 0.784672 0.770986 0.784672 0.758805 
80:20 (Dengan Penghapusan Fitur) 0.766423 0.752592 0.766423 0.735829 
75:25 (Tanpa Penghapusan Fitur) 0.787731 0.771265 0.787731 0.763513 
75:25 (Dengan Penghapusan Fitur) 0.775073 0.761571 0.775073 0.746102 
70:30 (Tanpa Penghapusan Fitur) 0.784266 0.769199 0.784266 0.758548 
70:30 (Dengan Penghapusan Fitur) 0.765612 0.754769 0.765612 0.732402 

 

 Dari tabel 4.38 terlihat bahwa performa model RF cenderung mengalami 

penurunan setelah penghapusan fitur num_voted_users dan 

num_critic_for_reviews, meskipun penurunan ini bervariasi pada tiap skenario 

pembagian data. Secara umum, penghapusan fitur ini mengakibatkan penurunan 

pada empat metrik evaluasi utama: akurasi, presisi, recall, dan F1 Score, terutama 

pada skenario dengan proporsi data yang lebih tinggi untuk pengujian (80:20 dan 

70:30). Pada skenario 90:10, meskipun terdapat sedikit penurunan pada nilai 

akurasi (dari 0.793187 menjadi 0.790754) dan F1 Score (dari 0.771339 menjadi 

0.764278), model masih menunjukkan hasil yang relatif stabil. Namun, pada 

skenario 80:20, akurasi turun dari 0.784672 menjadi 0.766423, dengan penurunan 

serupa pada metrik-metrik lainnya, yang menunjukkan bahwa model mulai 

kehilangan kemampuannya dalam mengklasifikasikan data secara akurat. Hal 

serupa juga terjadi pada skenario 75:25 dan 70:30, dengan penurunan akurasi dan 

F1 Score yang cukup signifikan setelah penghapusan fitur. Hal ini menegaskan 

bahwa num_voted_users dan num_critic_for_reviews berkontribusi signifikan 

terhadap kinerja model RF, sehingga sebaiknya fitur ini dipertahankan dalam 

pelatihan model. 
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4.3.2 Evaluasi Model Neural Network (NN) 

 Model Random Forest dievaluasi dalam empat skenario berbeda, baik 

tanpa maupun dengan penerapan teknik SMOTE, yang dirancang untuk mengatasi 

ketidakseimbangan data. Setiap skenario memiliki perbedaan dalam proporsi data 

pelatihan (train) dan data pengujian (test), yang dijelaskan sebagai berikut: 

1. Model A dengan pembagian 90% data train dan 10% data test. 

2. Model B dengan pembagian 80% data train dan 20% data test. 

3. Model C dengan pembagian 75% data train dan 25% data test. 

4. Model D dengan pembagian 70% data train dan 30% data test. 

Pada masing – masing skenario, dilakukan pengujian pada dua kondisi: tanpa 

penerapan SMOTE dan dengan penerapan SMOTE. 

 Skenario 1 – tanpa SMOTE 

 Pada skenario ini, data dibagi dengan proporsi 90% untuk data pelatihan 

dan 10% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 39 Matriks Kebingungan Skenario 1 - Tanpa SMOTE (NN) 

Prediksi/Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 
High (0) 63 2 61 126 
Low (1) 1 1 8 10 
Medium (2) 36 3 236 275 
Jumlah Aktual 100 6 305 411 

 

Tabel 4.38 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Medium (2), dan Low (1). Model berhasil mengidentifikasi 63 film sebagai 

kategori High, namun terdapat kesalahan klasifikasi yang signifikan pada kategori 

Low dan Medium. Hal ini menunjukkan kecenderungan model untuk 



88 
 

 
 

mengelompokkan lebih banyak data ke dalam kategori Medium, mengindikasikan 

potensi bias yang dapat disebabkan oleh distribusi data yang tidak seimbang.  

Tabel 4. 40 Evaluasi Model Skenario 1 - Tanpa SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.63 0.50 0.56 126 

Low (1) 0.17 0.10 0.12 10 
Medium (2) 0.77 0.86 0.81 275 
Akurasi 

   
0.73 

Macro Avg 0.52 0.49 0.50 411 
Weighted Avg 0.71 0.73 0.72 411 

 

 Tabel 4.39 menampilkan metrik evaluasi, termasuk precision, recall, dan 

F1-score untuk setiap kategori. Pada skenario ini, akurasi keseluruhan model adalah 

73%, tetapi nilai precision dan recall yang rendah untuk kategori High dan Low 

menunjukkan kelemahan model dalam mendeteksi kategori-kategori ini. Hasil ini 

menunjukkan adanya bias yang signifikan akibat ketidakseimbangan kelas dalam 

dataset. 

 Skenario 1 – dengan SMOTE 

 Pada skenario ini, data dibagi dengan proporsi 90% untuk data pelatihan 

dan 10% untuk data pengujian. Teknik SMOTE diterapkan untuk menyeimbangkan 

data pada kelas yang kurang terwakili, dengan tujuan meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas 

Tabel 4. 41 Matriks Kebingungan Skenario 1 - Dengan SMOTE (NN) 

Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 83 25 18 126 
Low (1) 0 10 0 10 
Medium (2) 114 126 35 275 
Jumlah Aktual 197 161 53 411 
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 Tabel 4.40 menunjukkan hasil klasifikasi model setelah penerapan 

SMOTE. Model berhasil meningkatkan deteksi film pada kategori Low, dengan 10 

film berhasil terklasifikasi dengan benar. Meskipun demikian, terdapat beberapa 

kesalahan klasifikasi pada kategori lainnya, terutama pada kelas Medium dan High, 

menunjukkan bahwa meskipun SMOTE meningkatkan keseimbangan, tantangan 

dalam membedakan antara kategori masih ada. 

Tabel 4. 42 Metrik Evaluasi Model Skenario 1 - Dengan SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.42 0.66 0.51 126 
Low (1) 0.06 1.00 0.12 10 

Medium (2) 0.66 0.13 0.21 275 
Akurasi 

   
0.31 

Macro Avg 0.38 0.60 0.28 411 

Weighted Avg 0.57 0.31 0.30 411 
 

 Tabel 4.41 menampilkan metrik evaluasi model setelah penerapan 

SMOTE. Precision untuk kategori High tercatat sebesar 0.42, menunjukkan bahwa 

42% dari film yang diprediksi sebagai High benar-benar ber-rating tinggi. Namun, 

nilai recall untuk kelas High hanya 0.66, menunjukkan bahwa model masih perlu 

meningkatkan kemampuannya dalam mengidentifikasi film ber-rating tinggi. 

Metrik untuk kategori Medium menunjukkan performa yang lebih baik, tetapi nilai 

yang sangat rendah pada kategori Low mencerminkan bahwa SMOTE tidak 

sepenuhnya menyelesaikan permasalahan ketidakseimbangan kelas, terutama pada 

kategori yang tumpang tindih seperti High dan Medium. 

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.5: 
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Gambar 4. 5 Faktor Penting Skenario 1 NN 

 Skenario 2 – Tanpa SMOTE 

 Pada skenario 2 ini, data dibagi dengan proporsi 80% untuk data pelatihan 

dan 20% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 43 Matriks Kebingungan Skenario 1 - Dengan SMOTE (NN) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 
High (0) 48 3 201 252 
Low (1) 0 1 19 20 
Medium (2) 16 7 527 550 
Jumlah Aktual 64 11 747 822 

 

 Tabel 4.42 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Low (1), dan Medium (2). Model tidak cukup efektif dalam mengidentifikasi 

kategori High dan Low, karena sebagian besar prediksi jatuh pada kategori 

Medium. Hal ini menunjukkan adanya kecenderungan model untuk 

mengelompokkan data ke dalam kategori Medium, yang mengindikasikan adanya 

potensi bias akibat ketidakseimbangan data. 

Tabel 4. 44 Evaluasi Model Skenario 2 - Tanpa SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.75 0.19 0.30 252 

Low (1) 0.09 0.05 0.06 20 
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Medium (2) 0.71 0.96 0.81 550 

Akurasi 
   

0.70 

Macro Avg 0.52 0.40 0.39 822 

Weighted Avg 0.70 0.70 0.64 822 
 

 Tabel 4.43 menampilkan metrik evaluasi model tanpa SMOTE. Precision 

untuk kategori High mencapai 0.75, namun recall rendah di 0.19 menunjukkan 

bahwa model kurang baik dalam mendeteksi sebagian besar sampel pada kategori 

ini. Akurasi keseluruhan adalah 70%, namun nilai precision dan recall yang rendah 

pada kategori Low menunjukkan kelemahan model dalam mendeteksi kelas ini. 

Hasil ini menunjukkan adanya bias yang signifikan akibat ketidakseimbangan kelas 

dalam dataset. 

 Skenario 2 – dengan SMOTE 

 Pada skenario 2 ini, data dibagi dengan proporsi 80% untuk data pelatihan 

dan 20% untuk data pengujian. Pengujian kali ini menerapkan teknik SMOTE 

untuk menyeimbangkan data, dengan harapan untuk meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas. 

Tabel 4. 45 Matriks Kebingungan Skenario 1 - Dengan SMOTE (NN) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 168 6 78 252 
Low (1) 2 10 8 20 
Medium (2) 187 73 290 550 
Jumlah Aktual 357 89 665 822 

 

 Tabel 4.44 menunjukkan hasil klasifikasi model setelah penerapan 

SMOTE. Model menunjukkan peningkatan pada kategori High dan Low, dengan 

adanya deteksi yang lebih baik di kategori Low, meskipun masih terdapat kesalahan 

klasifikasi pada kategori Medium dan High. Hal ini menunjukkan bahwa SMOTE 
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membantu meningkatkan keseimbangan, meskipun tantangan dalam membedakan 

antara kategori-kategori ini masih ada. 

Tabel 4. 46 Metrik Evaluasi Model Skenario 1 - Dengan SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.47 0.67 0.55 252 

Low (1) 0.11 0.50 0.18 20 

Medium (2) 0.77 0.53 0.63 550 
Akurasi 

   
0.57 

Macro Avg 0.45 0.56 0.45 822 

Weighted Avg 0.66 0.57 0.59 822 
 

 Tabel 4.45 menunjukkan metrik evaluasi model setelah penerapan 

SMOTE. Precision untuk kategori High tercatat sebesar 0.47, sementara recall 

mencapai 0.67, menunjukkan bahwa sebagian besar prediksi dalam kategori ini 

benar. Namun, recall yang rendah pada kategori Medium dan rendahnya f1-score 

pada kategori Low menunjukkan adanya kendala dalam pengenalan kategori ini. 

Akurasi keseluruhan model menurun menjadi 57%, yang mengindikasikan bahwa 

meskipun SMOTE memperbaiki distribusi data, metode ini tidak sepenuhnya 

menyelesaikan permasalahan ketidakseimbangan kelas, terutama pada kategori 

yang tumpang tindih seperti High dan Medium. 

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.6: 



93 
 

 
 

 
Gambar 4. 6 Faktor Penting Skenario 2NN 

 

 Skenario 3 – tanpa SMOTE 

 Pada skenario 3 ini, data dibagi dengan proporsi 75% untuk data pelatihan 

dan 25% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 47 Matriks Kebingungan Skenario 3 - Tanpa SMOTE (NN) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 151 6 157 314 
Low (1) 0 2 24 26 
Medium (2) 113 44 530 687 
Jumlah Aktual 264 52 711 1027 

 

 Tabel 4.46 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Low (1), dan Medium (2). Model menunjukkan kesulitan dalam membedakan 

kategori High dan Medium, dengan banyaknya data yang diklasifikasikan ke 

kategori Medium, meskipun hasil klasifikasi pada kategori High sedikit lebih baik 

dibandingkan kategori Low. 
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Tabel 4. 48 Evaluasi Model Skenario 3 - Tanpa SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.57 0.48 0.52 314 

Low (1) 0.04 0.08 0.05 26 
Medium (2) 0.75 0.77 0.76 687 
Akurasi 

   
0.67 

Macro Avg 0.45 0.44 0.44 1027 
Weighted Avg 0.67 0.67 0.67 1027 

 

 Tabel 4.47 menampilkan metrik evaluasi model. Precision dan recall yang 

rendah untuk kelas Low menunjukkan bahwa model kurang mampu mengenali 

kategori ini. Akurasi keseluruhan model adalah 66.5%, namun terdapat bias dalam 

mengklasifikasikan sampel ke kategori Medium. 

 Skenario 3 – dengan SMOTE 

 Pada skenario 3 ini, data dibagi dengan proporsi 75% untuk data pelatihan 

dan 25% untuk data pengujian. Pengujian kali ini menerapkan teknik SMOTE 

untuk menyeimbangkan data, dengan harapan untuk meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas. 

Tabel 4. 49 Matriks Kebingungan Skenario 3 - Dengan SMOTE (NN) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 213 72 29 314 
Low (1) 0 20 6 26 
Medium (2) 224 322 141 687 
Jumlah Aktual 437 414 217 1027 

 

 Tabel 4.48 menunjukkan hasil klasifikasi model setelah penerapan 

SMOTE. Penerapan SMOTE memperbaiki distribusi prediksi, terutama pada 

kategori Low, namun masih terdapat kesalahan klasifikasi yang cukup tinggi, 

terutama antara kategori High dan Medium. 



95 
 

 
 

Tabel 4. 50 Metrik Evaluasi Model Skenario 3 - Dengan SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.49 0.68 0.57 314 

Low (1) 0.05 0.77 0.09 26 
Medium (2) 0.80 0.21 0.33 687 
Akurasi 

   
0.36 

Macro Avg 0.45 0.55 0.33 1027 

Weighted Avg 0.69 0.36 0.39 1027 
 

 Tabel 4.49 menampilkan metrik evaluasi model setelah penerapan 

SMOTE. Meskipun precision untuk kategori High meningkat menjadi 0.49, recall 

untuk kategori Low juga naik menjadi 0.77, menunjukkan bahwa SMOTE 

membantu dalam identifikasi sampel pada kategori yang lebih minoritas. Namun, 

akurasi keseluruhan menurun menjadi 36.4%, yang menunjukkan bahwa SMOTE 

belum sepenuhnya menyelesaikan permasalahan ketidakseimbangan kelas. 

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.7: 
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Gambar 4. 7 Faktor Penting Skenario 3 NN 

 

 Skenario 4 – tanpa SMOTE 

 Pada skenario 4 ini, data dibagi dengan proporsi 70% untuk data pelatihan 

dan 30% untuk data pengujian. Tidak ada teknik penyeimbangan data yang 

diterapkan, sehingga model dilatih menggunakan data asli. 

Tabel 4. 51 Matriks Kebingungan Skenario 4 - Tanpa SMOTE (NN) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 

High (0) 295 7 75 377 
Low (1) 7 2 22 31 
Medium (2) 420 53 352 825 
Jumlah Aktual 377 31 825 1233 

 

 Tabel 4.50 menunjukkan hasil klasifikasi model dalam tiga kategori: High 

(0), Medium (2), dan Low (1). Model memiliki precision sebesar 0.41 untuk 

kategori High, tetapi rendah pada kategori Low dengan nilai recall sebesar 0.06, 
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yang mengindikasikan bahwa model mengalami kesulitan dalam mengenali kelas 

minoritas. 

Tabel 4. 52 Evaluasi Model Skenario 4 - Tanpa SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.41 0.78 0.54 377 
Low (1) 0.03 0.06 0.04 31 

Medium (2) 0.78 0.43 0.55 825 
Akurasi 

   
0.53 

Macro Avg 0.41 0.42 0.38 1233 

Weighted Avg 0.65 0.53 0.53 1233 
 

 Tabel 4.51 menampilkan metrik evaluasi, seperti precision, recall, dan F1-

score untuk setiap kategori. Precision untuk kelas High sebesar 0.41, menunjukkan 

beberapa prediksi model berada dalam kategori ini. Namun, rendahnya nilai 

precision dan recall untuk kategori Low menunjukkan kelemahan model dalam 

mendeteksi kategori ini. Akurasi keseluruhan adalah 52.6%, namun 

ketidakseimbangan kelas tetap menjadi kendala yang mempengaruhi performa 

model secara signifikan. 

 Skenario 4 – dengan SMOTE 

 Pada skenario 4 ini, data dibagi dengan proporsi 70% untuk data pelatihan 

dan 30% untuk data pengujian. Pengujian kali ini menerapkan teknik SMOTE 

untuk menyeimbangkan data, dengan harapan untuk meningkatkan kemampuan 

model dalam mengenali kategori yang lebih minoritas. 

Tabel 4. 53 Matriks Kebingungan Skenario 4 - Dengan SMOTE (NN) 
Prediksi / Aktual High (7-10) Low (0-4) Medium (4-7) Jumlah Prediksi 
High (0) 284 15 78 377 
Low (1) 6 13 12 31 
Medium (2) 376 107 342 825 
Jumlah Aktual 377 31 825 1233 
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 Tabel 4.52 menunjukkan hasil klasifikasi setelah penerapan SMOTE. 

Model menunjukkan peningkatan dalam mendeteksi kategori Low dengan beberapa 

sampel berhasil diklasifikasikan dengan benar. Meski demikian, masih terdapat 

kesalahan klasifikasi pada kategori lain, terutama pada kelas High dan Medium, 

menunjukkan bahwa meskipun SMOTE membantu memperbaiki keseimbangan, 

tantangan dalam klasifikasi antara kategori tetap ada. 

Tabel 4. 54 Metrik Evaluasi Model Skenario 4 - Dengan SMOTE (NN) 
Kelas Precision Recall F1-Score Support 

High (0) 0.43 0.75 0.54 377 

Low (1) 0.10 0.42 0.16 31 
Medium (2) 0.79 0.41 0.54 825 
Akurasi 

   
0.52 

Macro Avg 0.44 0.53 0.42 1233 
Weighted Avg 0.66 0.52 0.53 1233 

 

 Tabel 4.53 menunjukkan bahwa SMOTE meningkatkan precision untuk 

kategori High hingga 0.43 dengan recall sebesar 0.75, menunjukkan bahwa 

sebagian besar prediksi kategori High benar. Kategori Medium juga memiliki 

precision dan recall yang lebih stabil dibandingkan dengan pengujian tanpa 

SMOTE. Akurasi keseluruhan adalah 51.8%, yang menunjukkan adanya penurunan 

dalam beberapa kategori minoritas, meskipun SMOTE belum sepenuhnya 

menyelesaikan masalah ketidakseimbangan kelas terutama pada kategori yang 

saling tumpang tindih. 

 Pada skenario ini didapatkan 10 faktor penting dalam rating film 

sebagaimana Gambar 4.8: 
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Gambar 4. 8 Faktor Penting skenario 4 NN 
 

 Hapus Fitur Penting NN 

 Pada subbab ini, dilakukan analisis terhadap performa model Neural 

Network (NN) setelah penghapusan beberapa fitur penting, yaitu num_voted_users, 

num_user_for_reviews, dan cast_total_facebook_likes, dengan pengujian pada 

empat skenario pembagian data, yaitu 90:10, 80:20, 75:25, dan 70:30. Hasil 

evaluasi model sebelum dan setelah penghapusan fitur disajikan dalam Tabel 4.55. 

Tabel 4. 55 Hasil Evaluasi Model NN Sebelum dan Setelah Penghapusan Fitur Penting 
Skenario Accuracy Precision Recall F1 Score 
90:10 (Tanpa Penghapusan Fitur) 0.729927 0.714923 0.729927 0.718469 
90:10 (Dengan Penghapusan Fitur) 0.688564 0.703924 0.688564 0.693087 
80:20 (Tanpa Penghapusan Fitur) 0.700730 0.704181 0.700730 0.638445 
80:20 (Dengan Penghapusan Fitur) 0.666667 0.644845 0.666667 0.612734 
75:25 (Tanpa Penghapusan Fitur) 0.665044 0.674497 0.665044 0.668254 
75:25 (Dengan Penghapusan Fitur) 0.490750 0.643970 0.490750 0.497588 
70:30 (Tanpa Penghapusan Fitur) 0.526358 0.650290 0.526358 0.534966 
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Skenario Accuracy Precision Recall F1 Score 
70:30 (Dengan Penghapusan Fitur) 0.699108 0.674999 0.699108 0.676362 

 

 Dari hasil ini, terlihat bahwa penghapusan fitur berdampak signifikan pada 

performa model NN, terutama pada metrik akurasi dan F1 Score. Pada skenario 

90:10, terdapat penurunan akurasi dari 0.729927 menjadi 0.688564 setelah 

penghapusan fitur, meskipun nilai precision sedikit meningkat dari 0.714923 

menjadi 0.703924. Sementara pada skenario 80:20, terjadi penurunan akurasi dan 

F1 Score dari 0.700730 menjadi 0.666667 dan dari 0.638445 menjadi 0.612734, 

menunjukkan bahwa model kehilangan ketepatan klasifikasi. Pada skenario 75:25, 

penurunan performa lebih signifikan, dengan akurasi turun dari 0.665044 menjadi 

0.490750 dan F1 Score dari 0.668254 menjadi 0.497588, yang menunjukkan bahwa 

penghapusan fitur num_voted_users dan num_user_for_reviews berdampak besar 

pada performa model di skenario ini. Sebaliknya, pada skenario 70:30, meskipun 

terjadi penurunan akurasi setelah penghapusan fitur num_voted_users dan 

cast_total_facebook_likes, model masih menunjukkan performa yang cukup stabil 

dibandingkan skenario lain. Secara keseluruhan, hasil ini menunjukkan bahwa fitur 

num_voted_users, num_user_for_reviews, dan cast_total_facebook_likes berperan 

penting dalam menjaga performa model NN, terutama pada metrik akurasi dan F1 

Score, sehingga penghapusan fitur-fitur ini sebaiknya dihindari dalam pelatihan 

model. 

4.3.3 Evaluasi Kinerja Model dengan K-fold Cross-Validation 

 K-fold Cross-Validation adalah teknik evaluasi yang digunakan untuk 

menilai kinerja model pembelajaran mesin. Teknik ini membagi dataset menjadi k 
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bagian (fold) yang sama besar, di mana setiap bagian digunakan sebagai data 

pengujian (test set) pada satu iterasi, sementara k-1 bagian lainnya digunakan untuk 

pelatihan (training set). Proses ini diulang k kali, sehingga setiap fold digunakan 

sekali sebagai data pengujian. Teknik ini membantu dalam mengurangi varians 

dalam estimasi kinerja model dan memberikan Gambaran yang lebih baik mengenai 

generalisasi model pada data baru pada RF dan NN.  

Prosedur K-fold Cross-Validation : 

1. Dataset dibagi menjadi k fold (misalnya 5). 

2. Model dilatih pada k-1 fold dan diuji pada fold yang tersisa. Proses ini diulang 

hingga setiap fold digunakan sebagai data pengujian. 

3. Setiap iterasi memberikan akurasi yang dihitung dari hasil pengujian. Rata-rata 

dari semua akurasi ini dihitung untuk memberikan nilai akurasi keseluruhan. 

 Hasil K-fold Cross-Validation pada Random Forest (RF) 

Berikut adalah hasil dari beberapa skenario yang diuji dengan dan tanpa 

penggunaan SMOTE (Synthetic Minority Over-sampling Technique) untuk 

meningkatkan performa model dalam menangani data tidak seimbang.  

Tabel 4. 56 Hasil K-fold Cross-Validation (RF) 

Skenario Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Rata-rata Akurasi K-
Fold 

90:10 tanpa 
SMOTE 0.7743 0.7986 0.8200 0.7903 0.7889 0.7944 

90:10 dengan 
SMOTE 0.7797 0.7905 0.8078 0.7713 0.7754 0.7850 

80:20 tanpa 
SMOTE 0.7751 0.7915 0.7991 0.8174 0.7884 0.7943 

80:20 dengan 
SMOTE 0.7872 0.7565 0.7930 0.8067 0.7900 0.7867 

75:25 tanpa 
SMOTE 0.7812 0.7922 0.7922 0.8003 0.7938 0.7919 

75:25 dengan 
SMOTE 0.7650 0.7938 0.7776 0.7890 0.7938 0.7838 

70:30 tanpa 
SMOTE 0.8035 0.7791 0.7965 0.8000 0.7774 0.7913 
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Skenario Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Rata-rata Akurasi K-
Fold 

70:30 dengan 
SMOTE 0.8035 0.7617 0.7652 0.8017 0.7826 0.7829 

 

Berdasarkan analisis dari Tabel 4.54, dapat disimpulkan bahwa secara umum, 

penggunaan SMOTE memberikan peningkatan moderat dalam akurasi pada 

beberapa skenario, meskipun hasil yang diperoleh tidak selalu konsisten. Kinerja 

tertinggi dicatat pada skenario 70:30 tanpa SMOTE, dengan rata-rata akurasi K-

Fold mencapai 0.7913. Selain itu, dalam skenario dengan proporsi lebih tinggi 

terhadap kelas minoritas, seperti 90:10, penggunaan SMOTE menunjukkan dampak 

positif yang signifikan, yang membantu model untuk lebih baik dalam mengenali 

kelas minoritas. Meskipun beberapa fold menunjukkan akurasi tinggi, contohnya 

pada Fold 3 di skenario 80:20 tanpa SMOTE yang mencapai 0.7991, ada juga fold 

lain yang menunjukkan akurasi rendah pada kelas minoritas, terutama untuk kelas 

1, yang memiliki dukungan yang sangat terbatas. Hasil evaluasi model pada test set 

untuk beberapa skenario juga mencerminkan kinerja model. Berikut adalah hasil 

evaluasi dengan menggunakan confusion matrix dan classification report:
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Tabel 4. 57 Tabel Hasil Evaluasi Test Set 

Dataset 
Split 

Akurasi 
Test Set Confusion Matrix Precision 

(0) 
Recall 

(0) 

F1-
Score 

(0) 

Precision 
(1) 

Recall 
(1) 

F1-
Score 

(1) 

Precision 
(2) 

Recall 
(2) 

F1-Score 
(2) 

90:10 
tanpa 
SMOTE 

0.7956 [[66, 0, 60], [0, 0, 
10], [14, 0, 261]] 

0.82 0.52 0.64 0.00 0.00 0.00 0.79 0.95 0.86 

90:10 
dengan 
SMOTE 

0.7689 [[76, 1, 49], [1, 1, 
8], [34, 2, 239]] 

0.68 0.60 0.64 0.25 0.10 0.14 0.81 0.87 0.84 

80:20  
tanpa  
SMOTE 

0.7749 [[119, 0, 133], [0, 
0, 20], [32, 0, 518]] 

0.79 0.47 0.59 0.00 0.00 0.00 0.77 0.94 0.85 

80:20 
dengan 
SMOTE 

0.7567 [[148, 1, 103], [0, 
0, 20], [69, 7, 474]] 

0.68 0.59 0.63 0.00 0.00 0.00 0.79 0.86 0.83 
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Dataset 
Split 

Akurasi 
Test Set Confusion Matrix Precision 

(0) 
Recall 

(0) 

F1-
Score 

(0) 

Precision 
(1) 

Recall 
(1) 

F1-
Score 

(1) 

Precision 
(2) 

Recall 
(2) 

F1-Score 
(2) 

75:25 
tanpa 
SMOTE 

0.7907 [[161, 0, 153], [0, 
0, 26], [36, 0, 651]] 

0.82 0.51 0.63 0.00 0.00 0.00 0.78 0.95 0.86 

75:25 
dengan 
SMOTE 

0.7673 [[203, 1, 110], [0, 
0, 26], [93, 9, 585]] 

0.69 0.65 0.67 0.00 0.00 0.00 0.81 0.85 0.83 

70:30 
tanpa 
SMOTE 

0.7786 [[178, 0, 199], [0, 
0, 31], [43, 0, 782]] 

0.81 0.47 0.60 0.00 0.00 0.00 0.77 0.95 0.85 

70:30 
dengan 
SMOTE 

0.7721 [[235, 1, 141], [0, 
1, 30], [102, 7, 
716]] 

0.70 0.62 0.66 0.11 0.03 0.05 0.81 0.87 0.84 
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Tabel 4.55 ini menyajikan akurasi test set yang diperoleh dari penggunaan 

confusion matrix dan classification report. Pada skenario 90:10 tanpa SMOTE, 

model mencapai akurasi sebesar 0.7956, dengan precision, recall, dan F1-score 

untuk kelas 0 yang masing – masing adalah 0.82, 0.52, dan 0.64, sedangkan untuk 

kelas 1 dan kelas 2, nilai precision, recall, dan F1-score masing – masing 

menunjukkan kinerja yang bervariasi, dengan kelas 2 mencapai nilai yang relatif 

tinggi. Skenario dengan SMOTE pada proporsi yang sama menunjukkan penurunan 

akurasi menjadi 0.7689, dan terdapat variasi yang cukup besar pada precision dan 

recall untuk setiap kelas. Hasil evaluasi pada skenario 80:20 dan 75:25 tanpa 

SMOTE menunjukkan akurasi yang cukup baik, tetapi ketika menggunakan 

SMOTE, akurasi cenderung menurun, menunjukkan bahwa meskipun SMOTE 

dapat membantu dalam beberapa konteks, ia tidak selalu menjamin perbaikan 

kinerja model. K-fold Cross-Validation terbukti efektif dalam mengevaluasi kinerja 

model dan membantu mengatasi masalah data tidak seimbang, dengan hasil yang 

menunjukkan bahwa kinerja model sangat dipengaruhi oleh proporsi data dan 

penggunaan SMOTE. 

 Hasil K-fold Cross-Validation pada Neural Network (NN) 

Berikut adalah hasil dari beberapa skenario yang diuji dengan dan tanpa 

penggunaan SMOTE (Synthetic Minority Over-sampling Technique) untuk 

meningkatkan performa model dalam menangani data tidak seimbang. 

Tabel 4. 58 Hasil K-fold Cross-Validation (NN) 

Skenario Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Rata-rata Akurasi  
K-Fold 

90:10  
tanpa SMOTE 0.6500 0.7041 0.6414 0.7037 0.6820 0.6886 

90:10  
dengan SMOTE 0.3392 0.4270 0.5575 0.7240 0.5223 0.4672 
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Skenario Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Rata-rata Akurasi  
K-Fold 

80:20  
tanpa SMOTE 0.4726 0.6865 0.5297 0.4277 0.6804 0.6910 

80:20  
dengan SMOTE 0.5729 0.3942 0.6073 0.4749 0.4505 0.4209 

75:25  
tanpa SMOTE 0.4765 0.6883 0.6412 0.6006 0.6672 0.6378 

75:25  
dengan SMOTE 0.6386 0.5828 0.6526 0.5844 0.5519 0.5628 

70:30 
 tanpa SMOTE 0.6174 0.6435 0.7096 0.5930 0.7287 0.7242 

70:30  
dengan SMOTE 0.6800 0.2626 0.4191 0.5565 0.4539 0.4444 

 

Dari Tabel 4.56 di atas, dapat disimpulkan bahwa penggunaan SMOTE 

memberikan dampak yang bervariasi pada akurasi model. Secara keseluruhan, 

dalam skenario 70:30 tanpa SMOTE, model mencatat kinerja tertinggi dengan rata-

rata akurasi K-Fold sebesar 0.7242. Sebaliknya, skenario dengan proporsi kelas 

minoritas lebih tinggi, seperti 90:10 dengan SMOTE, menunjukkan kinerja yang 

lebih rendah dengan rata-rata akurasi 0.4672, yang mengindikasikan bahwa 

meskipun SMOTE dapat membantu dalam mengidentifikasi kelas minoritas, 

hasilnya tidak selalu konsisten. Penggunaan SMOTE tampak memiliki dampak 

positif yang signifikan pada skenario dengan proporsi lebih tinggi terhadap kelas 

minoritas, namun pada skenario 90:10 tanpa SMOTE, model masih mampu 

memberikan akurasi yang cukup baik, menunjukkan kemampuannya dalam 

mengenali pola dalam data meskipun terdapat ketidakseimbangan. Meskipun 

beberapa fold menunjukkan akurasi tinggi, terdapat juga beberapa fold yang 

menunjukkan akurasi rendah, terutama untuk kelas minoritas. Contohnya, Fold 3 

pada skenario 80:20 tanpa SMOTE menunjukkan akurasi 0.7991, sementara pada 

skenario 90:10 dengan SMOTE, akurasi kelas minoritas sangat rendah, 
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mencerminkan tantangan yang dihadapi oleh model dalam mengklasifikasikan data 

minoritas. Hasil evaluasi model pada test set untuk beberapa skenario juga 

mencerminkan kinerja model. Berikut Tabel 4.57 adalah hasil evaluasi dengan 

menggunakan confusion matrix dan classification report:
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Tabel 4. 59 Tabel Hasil Evaluasi Test Set 
Dataset Split Akurasi 

Test Set 
Confusion Matrix Precision (0) Recall 

(0) 
F1-

Score 
(0) 

Precision 
(1) 

Recall 
(1) 

F1-
Score 

(1) 

Precision 
(2) 

Recall 
(2) 

F1-
Score 

(2) 

90:10 tanpa 
SMOTE 0.6886 [[14, 1, 111], [0, 0, 10], 

[4, 2, 269]] 0.78 0.11 0.19 0.00 0.00 0.00 0.69 0.98 0.81 

90:10 dengan 
SMOTE 0.4672 [[95, 11, 20], [0, 5, 5], 

[117, 66, 92]] 0.45 0.75 0.56 0.06 0.50 0.11 0.79 0.33 0.47 

80:20 tanpa 
SMOTE 0.6900 [[23, 1, 228], [0, 0, 20], 

[1, 4, 545]] 0.96 0.09 0.17 0.00 0.00 0.00 0.69 0.99 0.81 

80:20 dengan 
SMOTE 0.4209 [[211, 9, 32], [6, 4, 10], 

[344, 75, 131]] 0.38 0.84 0.52 0.05 0.20 0.07 0.76 0.24 0.36 
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Dataset Split Akurasi 
Test Set 

Confusion Matrix Precision (0) Recall 
(0) 

F1-
Score 

(0) 

Precision 
(1) 

Recall 
(1) 

F1-
Score 

(1) 

Precision 
(2) 

Recall 
(2) 

F1-
Score 

(2) 

75:25 tanpa 
SMOTE 0.6378 [[120, 2, 192], [3, 2, 

21], [115, 39, 533]] 0.50 0.38 0.43 0.05 0.08 0.06 0.71 0.78 0.74 

75:25 dengan 
SMOTE 0.5628 [[73, 36, 205], [0, 16, 

10], [18, 180, 489]] 0.80 0.23 0.36 0.07 0.62 0.12 0.69 0.71 0.70 

70:30 tanpa 
SMOTE 0.7242 [[186, 2, 189], [0, 0, 

31], [109, 9, 707]] 0.63 0.49 0.55 0.00 0.00 0.00 0.76 0.86 0.81 

70:30 dengan 
SMOTE 0.4444 [[271, 49, 57], [1, 21, 

9], [324, 245, 256]] 0.45 0.72 0.56 0.07 0.68 0.12 0.80 0.31 0.45 
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Tabel 4.57 menyajikan akurasi test set yang diperoleh dari penggunaan 

confusion matrix dan classification report. Pada skenario 90:10 tanpa SMOTE, 

model mencapai akurasi sebesar 0.7083, dengan precision, recall, dan F1-score 

untuk kelas 0 masing – masing adalah 0.80, 0.55, dan 0.66. Sementara untuk kelas 

1 dan kelas 2, nilai – nilai tersebut menunjukkan performa yang bervariasi, dengan 

kelas 2 mencapai nilai yang relatif tinggi. Skenario dengan SMOTE pada proporsi 

yang sama menunjukkan penurunan akurasi menjadi 0.6941, dengan variasi yang 

cukup besar pada precision dan recall untuk setiap kelas. Hasil evaluasi pada 

skenario 80:20 dan 75:25 tanpa SMOTE menunjukkan akurasi yang baik, tetapi 

ketika menggunakan SMOTE, akurasi cenderung menurun, menunjukkan bahwa 

meskipun SMOTE dapat membantu dalam beberapa konteks, ia tidak selalu 

menjamin perbaikan kinerja model. K-fold Cross-Validation terbukti efektif dalam 

mengevaluasi kinerja model dan membantu mengatasi masalah data tidak 

seimbang, dengan hasil yang menunjukkan bahwa kinerja model sangat 

dipengaruhi oleh proporsi data dan penggunaan SMOTE. 

4.4 Pembahasan 

 Pada subbab ini, dibahas hasil analisis yang mencakup faktor-faktor yang 

mempengaruhi skor IMDb dan perbandingan kinerja antara metode klasifikasi 

Random Forest (RF) dan Neural Network (NN). Pertama, analisis akan 

mengeksplorasi elemen seperti genre, popularitas aktor, dan durasi film untuk 

memahami kontribusi masing – masing terhadap penilaian audiens. Selanjutnya, 

perbandingan kinerja RF dan NN dalam menangani dataset yang tidak seimbang, 

baik tanpa maupun dengan penerapan SMOTE, akan mengungkap kelebihan dan 
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kekurangan dari kedua metode. Tujuan dari pembahasan ini adalah memberikan 

wawasan mengenai pengaruh faktor – faktor tersebut serta tantangan yang dihadapi 

dalam pengembangan model prediksi rating film. 

4.4.1 Faktor-Faktor Yang Mempengaruhi IMDb Score 

 Dalam bagian ini, berbagai faktor yang berpotensi mempengaruhi skor 

IMDb akan dianalisis. Analisis ini bertujuan untuk menjawab pernyataan masalah 

dengan melihat bagaimana aspek – aspek seperti genre, tema judul, popularitas 

aktor, periode rilis, durasi, content rating, anggaran, dan jumlah ulasan kritikus 

memengaruhi penilaian audiens terhadap film. Setiap faktor akan diuraikan untuk 

melihat apakah ada pola atau tren yang mendukung peningkatan skor IMDb. 

 Pengaruh Genre terhadap Skor IMDb 

 

Gambar 4. 9 IMDB Score Berdasarkan Genre 
 

Gambar di atas menunjukkan distribusi skor IMDb pada 10 genre film 

terpopuler. Beberapa poin yang dapat diperhatikan adalah sebagai berikut: 
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1. Genre Drama dan kombinasi Drama/Romance cenderung memiliki distribusi 

skor IMDb yang lebih tinggi. Film dalam kategori ini umumnya menawarkan 

narasi yang mendalam dan eksplorasi emosional, yang menarik perhatian 

audiens. Hal ini mengindikasikan bahwa penonton lebih menghargai cerita yang 

mengandung konflik emosional atau eksplorasi hubungan antar manusia. 

2. Kombinasi genre seperti Action/Crime/Thriller dan Crime/Drama/Thriller juga 

menunjukkan skor IMDb yang tinggi. Hal ini menunjukkan bahwa gabungan 

elemen ketegangan, aksi, dan kriminalitas dapat meningkatkan daya tarik film 

di mata audiens, terutama jika dikemas dengan baik. 

3. Genre Comedy menunjukkan variasi skor IMDb yang cukup besar, dengan 

beberapa film berada di atas rata-rata namun banyak juga yang di bawahnya. 

Variasi ini kemungkinan disebabkan oleh perbedaan selera humor antar 

penonton dan kualitas penggarapan film yang beragam. 

4. Genre Horror cenderung memiliki skor yang lebih rendah dibandingkan genre 

lainnya. Hal ini bisa disebabkan oleh ekspektasi penonton yang tinggi terhadap 

inovasi cerita atau elemen ketegangan. Genre ini mungkin kurang diapresiasi 

oleh audiens umum jika hanya mengandalkan kejutan atau elemen ketakutan. 

Dari analisis ini, dapat disimpulkan bahwa genre Drama, Drama/Romance, 

dan Action/Crime/Thriller lebih dihargai oleh penonton IMDb. Hal ini 

kemungkinan karena genre-genre tersebut menawarkan narasi yang kuat, 

kompleksitas emosional, atau elemen ketegangan yang menarik bagi audiens yang 

mencari pengalaman sinematik mendalam. Sebaliknya, genre Comedy dan Horror 

menunjukkan distribusi skor yang lebih bervariasi atau cenderung lebih rendah, 
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yang menunjukkan bahwa preferensi terhadap kedua genre ini lebih subjektif atau 

bergantung pada kualitas penggarapannya. 

Perlu diperhatikan bahwa distribusi skor IMDb pada genre seperti Comedy 

dan Horror sangat variatif. Hal ini mungkin disebabkan oleh perbedaan preferensi 

antar audiens dari latar belakang budaya, usia, atau generasi yang berbeda. 

Keterbatasan ini menunjukkan bahwa genre tertentu mungkin lebih dipengaruhi 

oleh preferensi subjektif, yang tidak sepenuhnya dapat dijelaskan oleh data saja. 

 Tema Judul Film dan IMDb Score 

 Pada subbagian ini, dilakukan analisis tema judul film dan keterkaitannya 

dengan skor IMDb. Kata-kata umum dalam judul yang berkaitan dengan 

pengalaman universal atau emosional, seperti "Love" dan "Life," diidentifikasi dan 

dianalisis untuk melihat apakah tema ini berdampak pada penerimaan audiens di 

IMDb. 

 

Gambar 4. 10 IMDB Score Berdasarkan Judul Film 
 

 Dari visualisasi ini, dapat dilihat bahwa film dengan skor IMDb tinggi 

cenderung memiliki judul dengan kata-kata yang mencerminkan tema universal 
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atau emosional. Kata-kata seperti "Love" dan "Life" menggambarkan tema yang 

dekat dengan pengalaman manusia, hubungan antar individu, atau eksplorasi 

emosional. Hal ini menunjukkan bahwa audiens di IMDb lebih menyukai film yang 

judulnya menggambarkan tema-tema besar yang relevan secara universal, seperti 

cinta, kehidupan, dan identitas. 

 Kata-kata seperti "Man," "Boy," dan "American" mungkin menunjukkan 

preferensi penonton terhadap film yang berfokus pada karakter, budaya, atau 

identitas. Sebagai contoh, film dengan kata "American" di judulnya sering kali 

menyoroti aspek budaya atau cerita yang lebih luas, yang menarik minat audiens. 

 Selain itu, tema-tema seperti "World," "Day," dan "Night" juga sering 

muncul, menunjukkan bahwa judul yang bersifat luas dan menyeluruh juga lebih 

menarik bagi penonton. Judul yang mengandung kata-kata ini mungkin 

menggambarkan cerita yang berskala besar atau petualangan yang menarik, yang 

sering kali dihargai lebih tinggi di IMDb. 

 Judul film yang menyertakan tema-tema universal seperti "Love," "Life," 

dan "World" cenderung mendapatkan apresiasi lebih tinggi dari audiens. Hal ini 

disebabkan oleh ketertarikan penonton terhadap cerita yang berhubungan dengan 

pengalaman manusia yang mendasar dan relevan secara emosional. Insight ini 

menunjukkan bahwa pemilihan tema judul yang dapat menjangkau emosi dan 

pengalaman universal audiens bisa menjadi salah satu faktor penting dalam menarik 

minat penonton dan meningkatkan skor IMDb film tersebut. 



115 
 

 
 

 Popularitas Aktor dan IMDb Score 

 Subbagian ini mengeksplorasi bagaimana popularitas aktor, diukur 

melalui jumlah like di Facebook, mempengaruhi skor IMDb. Dengan melihat film 

yang dibintangi oleh pemeran terkenal, subbagian ini bertujuan untuk menentukan 

apakah kehadiran aktor populer berkorelasi dengan skor IMDb yang lebih tinggi. 

 

Gambar 4. 11 IMDB Score Berdasarkan Popularitas Aktor 
  

 Pada grafik boxplot ini, kita melihat distribusi skor IMDb berdasarkan 

jumlah pemeran terkenal (aktor dengan jumlah like Facebook di atas 10.000). 

Beberapa poin yang dapat dicatat: 

1. Film dengan lebih banyak pemeran terkenal (1 atau lebih) cenderung memiliki 

distribusi skor IMDb yang lebih tinggi daripada film tanpa pemeran terkenal 

sama sekali. 

2. Median skor IMDb sedikit lebih tinggi pada film dengan pemeran terkenal, 

namun perbedaannya tidak terlalu signifikan. Hal ini mungkin disebabkan oleh 
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genre dan kualitas cerita yang lebih berperan, tetapi pemeran terkenal masih 

memberikan sedikit pengaruh positif. 

3. Variabilitas skor IMDb terlihat menurun dengan meningkatnya jumlah pemeran 

terkenal, yang menunjukkan bahwa film dengan banyak pemeran terkenal 

cenderung memiliki standar produksi atau kualitas tertentu. 

Popularitas aktor dan jumlah ulasan kritikus dapat saling mempengaruhi. 

Film yang dibintangi oleh aktor terkenal cenderung menarik lebih banyak perhatian 

kritikus, yang pada akhirnya meningkatkan jumlah ulasan kritikus dan, dalam 

beberapa kasus, memengaruhi skor IMDb. Kombinasi antara popularitas aktor dan 

jumlah ulasan kritikus ini menciptakan eksposur lebih luas, yang dapat 

meningkatkan daya tarik film di kalangan penonton umum. 

 Pengaruh Waktu atau Dekade Rilis Film 

 Di subbagian ini, pengaruh waktu rilis film terhadap skor IMDb 

dieksplorasi dengan melihat perubahan skor dari waktu ke waktu. Tren skor IMDb 

dalam rentang dekade memberikan gambaran tentang bagaimana preferensi audiens 

berkembang seiring perubahan zaman.  

 
Gambar 4. 12 IMDB Score Berdasarkan Tahun 
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 Genre Drama memiliki skor tinggi pada awalnya dan mengalami 

penurunan perlahan sejak tahun 1950-an. Genre ini tampaknya tetap populer karena 

narasi emosionalnya yang menarik. Genre Adventure dan Comedy memperlihatkan 

tren penurunan yang cukup tajam sejak pertengahan abad ke-20, kemungkinan 

besar karena perubahan ekspektasi penonton terhadap elemen petualangan dan 

komedi. Genre Action dan Crime juga menunjukkan penurunan skor secara 

bertahap, karena genre ini semakin berkembang dengan ekspektasi visual yang 

lebih tinggi, yang sulit dipenuhi oleh film lama. 

 
Gambar 4. 13 IMDB Score Berdasarkan Dekade 

 

 Genre Drama dan Crime memiliki skor tinggi pada dekade awal dan 

meskipun mengalami penurunan, tetap relatif stabil dibandingkan genre lain. Genre 

adventure mencapai puncak di pertengahan abad ke-20, namun menunjukkan tren 

menurun setelahnya. Ini mungkin mencerminkan perubahan minat audiens terhadap 

eksplorasi cerita petualangan. Genre Comedy mengalami variasi cukup besar dan 

cenderung menurun di dekade-dekade terakhir, hal ini dapat disebabkan karena 

perbedaan konteks humor seiring waktu. 
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 Secara keseluruhan, baik berdasarkan tren tahunan maupun dekade, 

terlihat bahwa genre Drama dan Crime mempertahankan skor IMDb yang stabil 

meskipun ada penurunan. Sementara itu, genre seperti Adventure dan Comedy 

menunjukkan fluktuasi yang lebih tajam. Tren ini menunjukkan bahwa film klasik 

dari genre-genre tertentu lebih dihargai, sementara perubahan selera audiens 

modern mungkin membuat genre lain lebih sulit untuk mempertahankan apresiasi 

tinggi. 

 Tren skor IMDb berdasarkan tahun dan dekade juga dapat dipengaruhi 

oleh perubahan dalam preferensi audiens dan tren industri. Seiring perkembangan 

teknologi, ekspektasi penonton terhadap kualitas visual dan cerita semakin tinggi. 

Film – film  klasik mendapat skor tinggi karena faktor nostalgia atau dianggap 

sebagai pelopor dalam genre tertentu. Perubahan standar estetika dan teknologi 

dalam industri film juga dapat memengaruhi bagaimana film – film lama dinilai 

oleh penonton masa kini. 

 IMDB Score Berdasarkan Durasi Film  

 Subbagian ini membahas keterkaitan durasi film dengan skor IMDb. 

Dengan membagi durasi ke dalam beberapa kategori, analisis ini berusaha untuk 

memahami preferensi audiens terkait panjangnya durasi dan dampaknya terhadap 

penilaian film. 
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Gambar 4. 14 IMDB Score Berdasarkan Durasi Film 

 

 Film dengan kategori durasi "Long" (120-180 menit) dan "Very Long" 

(>180 menit) memiliki median skor IMDb yang sedikit lebih tinggi dibandingkan 

kategori durasi lainnya. Kategori durasi "Short" (kurang dari 60 menit) juga 

memperlihatkan skor yang cukup tinggi. Hal ini menunjukkan bahwa meskipun 

berdurasi pendek, film yang dikelola dengan baik tetap dapat mendapatkan skor 

yang tinggi. Film dengan durasi "Medium" (60-120 menit) memiliki variasi skor 

yang lebih besar dan menunjukkan beberapa outlier di skor rendah. 

 IMDB Score Berdasarkan Content Rating 

 Pada subbagian ini, analisis dilakukan untuk melihat pengaruh rating 

konten terhadap skor IMDb. Pengelompokan film berdasarkan content rating 

mengungkapkan preferensi audiens terhadap tema dan topik yang lebih matang atau 

universal dalam berbagai genre. 
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Gambar 4. 15 IMDB Score Berdasarkan Content Rating 

 Film dengan rating dewasa seperti "R" dan "NC-17" menunjukkan median 

skor yang lebih tinggi dibandingkan dengan film berlabel "G" atau "PG". Hal ini 

mungkin disebabkan oleh tema cerita yang lebih kompleks dan matang, yang lebih 

disukai penonton dewasa. Kategori "PG-13" dan "R" memiliki distribusi skor yang 

lebih luas, mencakup film dengan skor sangat rendah hingga sangat tinggi. Ini 

mungkin disebabkan oleh banyaknya variasi dalam genre dan tema di kategori ini. 

Film dengan rating "TV-14", "TV-PG", atau yang tidak memiliki rating resmi ("Not 

Rated") menunjukkan distribusi skor yang lebih variatif, menunjukkan bahwa 

penonton memiliki preferensi beragam terhadap film di kategori ini. Secara 

keseluruhan, film dengan content rating dewasa cenderung mendapat skor lebih 

tinggi, hal ini dapat disebabkan karena kedalaman cerita dan tema yang lebih 

kompleks. Di sisi lain, variasi skor pada kategori rating anak-anak dan remaja 

menunjukkan bahwa film di kategori ini tidak selalu memenuhi ekspektasi audiens 

terkait kualitas. 

 Genre dan content rating mungkin bekerja bersama-sama dalam 

memengaruhi penilaian IMDb. Genre Drama dengan rating dewasa (R atau NC-
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17), misalnya, umumnya mendapat skor lebih tinggi karena sering kali mencakup 

cerita kompleks dan tema mendalam yang menarik bagi audiens dewasa. Penonton 

dewasa mungkin lebih mengapresiasi narasi yang kompleks dan penuh makna, yang 

sering kali hadir dalam film dengan rating dewasa. 

 
Gambar 4. 16 IMDB Score Berdasarkan Content Rating 

 

 Gambar 4.8 menunjukkan variasi rata-rata skor IMDb berdasarkan 

kombinasi genre dan content rating. Genre seperti Western dengan rating Approved 

dan Drama dengan rating R atau NC-17 memiliki skor yang lebih tinggi, sedangkan 

Horror dengan rating TV-Y atau TV-PG cenderung mendapatkan skor lebih rendah. 

Kombinasi genre dan content rating yang tepat dapat membantu produser lebih 

memahami target audiens dan preferensi mereka, sehingga bisa menjadi 

pertimbangan penting dalam produksi film yang disesuaikan dengan audiens 

tertentu. 
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 Pengaruh Anggaran dan Pendapatan (Budget dan Gross) 

 
Gambar 4. 17 IMDB Score berdasarkan budget dan gross 

 

 Film dengan anggaran lebih tinggi cenderung menghasilkan pendapatan 

yang lebih tinggi pula. Pada visualisasi ini, titik di pojok kanan atas mewakili film 

dengan anggaran yang sangat besar dan juga pendapatan yang sangat tinggi. Hal ini 

mengindikasikan bahwa investasi besar pada film dapat berpotensi menghasilkan 

pengembalian yang tinggi. 

 Ukuran titik menunjukkan jumlah pemilih atau pengguna yang 

memberikan suara pada film tersebut di IMDb. Film dengan banyak pemilih 

(ditandai dengan titik yang lebih besar) biasanya memiliki pengaruh yang besar 

pada skor IMDb dan popularitasnya. Film dengan lebih banyak pemilih 

menunjukkan popularitas yang lebih tinggi, yang mungkin didorong oleh aktor 

terkenal, kualitas produksi, atau distribusi yang luas. 

 Meskipun ada korelasi antara anggaran dan pendapatan, tidak semua film 

dengan skor tinggi memiliki anggaran yang besar. Visualisasi ini menunjukkan 

bahwa film dengan skor tinggi bisa berasal dari berbagai kategori anggaran. Hal ini 
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menunjukkan bahwa kualitas cerita atau penggarapan film bisa lebih menentukan 

apresiasi penonton daripada anggaran semata. 

 Secara keseluruhan, visualisasi ini menunjukkan bahwa film dengan 

anggaran besar berpotensi menghasilkan pendapatan besar, namun kualitas cerita 

dan faktor lainnya tetap penting dalam menentukan skor IMDb. Popularitas (dilihat 

dari jumlah pemilih) juga memainkan peran penting dalam menentukan kesuksesan 

film di IMDb. 

 Meskipun visualisasi menunjukkan hubungan antara anggaran dan 

pendapatan, ada beberapa keterbatasan dalam data ini. Tidak semua film dengan 

anggaran besar menghasilkan pendapatan besar. Faktor-faktor eksternal seperti 

strategi pemasaran, ulasan kritikus, atau waktu perilisan dapat memengaruhi 

pendapatan, dan faktor-faktor ini tidak tercakup dalam data. Oleh karena itu, 

anggaran bukanlah satu-satunya penentu kesuksesan komersial film. 

 Interaksi Jumlah Kritikus dengan IMDb Score 

 Subbagian ini mengeksplorasi keterkaitan antara jumlah ulasan kritikus 

dan skor IMDb, serta sejauh mana ulasan kritikus memengaruhi persepsi audiens 

terhadap kualitas film. 

 
Gambar 4. 18 IMDb Score berdasarkan num_critic_for_reviews 
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 Visualisasi menunjukkan adanya kecenderungan bahwa film dengan lebih 

banyak ulasan kritikus cenderung memiliki skor IMDb yang lebih tinggi. Artinya, 

film – film  yang mendapatkan perhatian lebih dari kritikus umumnya memiliki 

kualitas yang lebih baik di mata audiens atau setidaknya dianggap lebih menarik.  

Pada bagian kiri grafik, terlihat bahwa film dengan jumlah ulasan kritikus yang 

rendah memiliki variasi skor yang lebih besar. Beberapa film memiliki skor tinggi 

meskipun ulasan kritikusnya sedikit, sedangkan film lainnya mendapat skor rendah. 

Hal ini menunjukkan bahwa film dengan jumlah ulasan kritikus yang sedikit bisa 

memiliki kualitas yang sangat bervariasi. Pada bagian kanan grafik, film dengan 

jumlah ulasan kritikus yang tinggi cenderung memiliki skor yang tinggi dan lebih 

konsisten. Hal ini bisa disebabkan oleh kualitas film yang lebih baik, sehingga 

menarik lebih banyak ulasan dari kritikus. Film – film  yang mendapat perhatian 

lebih dari kritikus biasanya juga lebih diperhatikan oleh audiens umum.  

 Secara keseluruhan, visualisasi ini menunjukkan bahwa jumlah ulasan 

kritikus memiliki korelasi positif dengan skor IMDb. Film dengan ulasan kritikus 

yang lebih banyak cenderung dihargai lebih tinggi, mengindikasikan bahwa 

penilaian kritikus dapat menjadi indikator kualitas film di mata penonton. Namun, 

film dengan sedikit ulasan menunjukkan variasi skor yang lebih luas, menunjukkan 

bahwa tidak semua film dengan sedikit ulasan kritikus memiliki kualitas yang 

rendah.  

 Perbandingan Film dengan IMDb Score Tertinggi dan Terendah 

 Pada subbagian ini, dilakukan analisis terhadap 10 film dengan skor IMDb 

tertinggi dan terendah untuk memahami karakteristik yang membedakan keduanya. 
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Tabel 4.58 menampilkan daftar film dengan skor tertinggi, sementara Tabel 4.59 

menampilkan film dengan skor terendah. Analisis ini mencakup perbandingan dari 

aspek genre, anggaran, jumlah pemilih, serta pendapatan box office, yang 

memberikan wawasan tentang faktor – faktor  yang mempengaruhi kesuksesan dan 

penerimaan sebuah film di kalangan audiens IMDb. 

 

Tabel 4. 60 Top 10 Movie IMDB Score Tertinggi 

movie_title 
IMDb_
score  gross   budget  

num_vote
d_users 

main_
genre 

Towering Inferno              9,5  NaN   NaN  10 Comed
y 

The Shawshank 
Redemption  

9,3  Rp           
28.341.469  

 Rp            
25.000.000  

1689764 Crime 

The Godfather  9,2  Rp        
134.821.952  

 Rp               
6.000.000  

1155770 Crime 

Kickboxer: Vengeance  9,1  NaN   Rp            
17.000.000  

246 Action 

Dekalog              9,1  Rp                  
447.093  

 NaN  12591 Drama 

Dekalog              9  Rp                  
447.093  

 NaN  12590 Drama 

Fargo              9  NaN   NaN  170055 Crime 
The Godfather: Part II  9  Rp           

57.300.000  
 Rp            
13.000.000  

790926 Crime 

The Dark Knight  9  Rp        
533.316.061  

 Rp         
185.000.000  

1676169 Action 

The Lord of the Rings: The 
Return of the King  

8,9  Rp        
377.019.252  

 Rp            
94.000.000  

1215718 Action 

 

Tabel 4. 61 Top 10 Movie IMDB Score Terendah 

movie_title 
IMDb_s
core  gross   budget  

num_voted
_users 

main_ge
nre 

Justin Bieber: Never 
Say Never 

1,6  Rp           
73.000.942  

 Rp            
13.000.000  

74351 Docume
ntary 

Foodfight! 1,7  NaN   Rp            
65.000.000  

4377 Action 

Disaster Movie 1,9  Rp           
14.174.654  

 Rp            
25.000.000  

74945 Comedy 

Superbabies: Baby 
Geniuses 2 

1,9  Rp             
9.109.322  

 Rp            
20.000.000  

25371 Comedy 

The Helix... Loaded 1,9  NaN   Rp               
1.000.000  

534 Action 

United Passions 2  NaN   Rp            
24.000.000  

3279 Drama 
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movie_title 
IMDb_s
core  gross   budget  

num_voted
_users 

main_ge
nre 

Who's Your Caddy? 2  Rp             
5.694.308  

 Rp               
7.000.000  

13815 Comedy 

From Justin to Kelly 2,1  Rp             
4.922.166  

 Rp            
12.000.000  

23606 Comedy 

Glitter 2,1  Rp             
4.273.372  

 Rp            
22.000.000  

19412 Drama 

Crossover 2,1  Rp             
7.009.668  

 Rp               
5.600.000  

8707 Action 

 
 Film dengan skor IMDb tertinggi cenderung berasal dari genre yang 

memiliki daya tarik emosional dan narasi mendalam, seperti Crime, Drama, dan 

Action. Misalnya, "The Shawshank Redemption" dan "The Godfather" adalah 

contoh film dengan cerita kuat yang menjelajahi tema persahabatan, keadilan, dan 

konflik moral. Genre ini umumnya menawarkan pengalaman yang intens dan 

mendalam, menarik perhatian audiens yang mencari kualitas sinematik yang tinggi. 

 Di sisi lain, film dengan skor rendah sering kali berasal dari genre yang 

lebih ringan atau niche seperti Comedy dan Documentary (contohnya "Justin 

Bieber: Never Say Never"). Beberapa film di kategori ini tidak memiliki 

pengembangan cerita yang kuat atau gagal dalam memenuhi ekspektasi audiens 

yang lebih luas. Selain itu, beberapa film seperti "Foodfight!" yang memiliki genre 

Action mungkin tidak berhasil dalam kualitas produksi, sehingga tidak mencapai 

standar yang diharapkan dalam genre tersebut. 

 Dari tabel di atas 4.58 dan 4.59, anggaran tidak selalu menentukan kualitas 

film. Beberapa film dengan anggaran besar, seperti "Foodfight!" dengan anggaran 

$65 juta, masih memperoleh skor yang sangat rendah (1.7), menunjukkan bahwa 

anggaran besar tidak selalu menghasilkan kualitas sinematik yang baik. Kegagalan 

ini mungkin disebabkan oleh berbagai faktor seperti skenario yang kurang menarik, 
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eksekusi produksi yang buruk, atau faktor lain yang mengurangi kualitas 

keseluruhan. 

 Sebaliknya, film seperti "The Godfather" dan "The Shawshank 

Redemption" dengan anggaran yang relatif lebih kecil (masing – masing $6 juta 

dan $25 juta) mampu meraih skor yang sangat tinggi (9.2 dan 9.3). Ini menunjukkan 

bahwa film dengan anggaran yang bijaksana tetapi memiliki cerita yang kuat dan 

pengembangan karakter yang baik dapat memperoleh apresiasi tinggi dari audiens 

IMDb, bahkan dengan sumber daya yang terbatas. 

 Jumlah pemilih (num_voted_users) juga menunjukkan indikasi 

popularitas dan perhatian dari audiens IMDb. Film – film dengan skor tinggi seperti 

"The Shawshank Redemption" dan "The Dark Knight" memiliki jumlah pemilih 

yang sangat tinggi (masing – masing sekitar 1.6 juta dan 1.7 juta), yang 

menunjukkan bahwa mereka telah diterima dengan baik oleh audiens yang luas dan 

memiliki daya tarik yang kuat di kalangan penggemar film. 

 Sebaliknya, film – film dengan skor rendah cenderung memiliki jumlah 

pemilih yang lebih rendah. "United Passions" dan "The Helix... Loaded" memiliki 

jumlah pemilih di bawah 10.000, menunjukkan bahwa film – film ini mungkin 

kurang menarik bagi audiens umum atau mungkin tidak mendapatkan eksposur 

yang cukup. Rendahnya jumlah pemilih bisa disebabkan oleh minat yang rendah, 

distribusi terbatas, atau ulasan buruk yang menghalangi audiens untuk 

menontonnya. 

 Analisis pendapatan box office menunjukkan bahwa tidak semua film 

dengan skor tinggi mendapatkan pendapatan yang besar, dan sebaliknya, film 
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dengan pendapatan tinggi tidak selalu memiliki skor yang baik. Sebagai contoh, 

"Justin Bieber: Never Say Never" menghasilkan pendapatan sebesar $73 juta tetapi 

hanya mendapatkan skor IMDb 1.6. Ini menunjukkan bahwa popularitas bintang 

tertentu (dalam hal ini, Justin Bieber) dapat menarik audiens dan menghasilkan 

pendapatan tinggi, meskipun kualitas filmnya tidak dihargai oleh audiens IMDb. 

 Sebaliknya, film dengan skor tinggi seperti "The Shawshank Redemption" 

memiliki pendapatan yang relatif lebih rendah dibandingkan popularitasnya di 

IMDb. Film ini mendapatkan apresiasi tinggi dari audiens karena cerita dan 

aktingnya yang kuat, tetapi mungkin tidak memiliki dampak komersial yang besar 

pada awal perilisannya. Hal ini menunjukkan bahwa kesuksesan komersial tidak 

selalu menjadi indikasi penghargaan dari audiens, dan film dengan kualitas tinggi 

bisa saja mendapatkan pengakuan dalam jangka panjang melalui ulasan positif dan 

rekomendasi. 

Dari analisis di atas, dapat disimpulkan bahwa skor IMDb film tidak hanya 

ditentukan oleh anggaran atau pendapatan, tetapi juga sangat bergantung pada 

kualitas cerita, eksekusi, dan popularitas di kalangan pengguna IMDb. Genre yang 

emosional dan mendalam seperti Drama dan Crime cenderung mendapat skor lebih 

tinggi, sementara genre ringan atau niche memiliki variasi yang lebih besar dalam 

penerimaan audiens. Jumlah pemilih dan pendapatan juga memberikan wawasan 

tambahan tentang seberapa populer dan diterimanya sebuah film di kalangan 

audiens yang lebih luas 



129 
 

 
 

4.4.2 Perbandingan Kinerja Random Forest (RF) dan Neural Network (NN) 

 Tabel 4.60 menyajikan hasil gabungan dari analisis kinerja metode 

klasifikasi menggunakan Random Forest (RF) dan Neural Network (NN), baik 

dengan maupun tanpa penerapan teknik SMOTE (Synthetic Minority Over-

sampling Technique). Pengujian ini dirancang untuk mengevaluasi efektivitas 

masing – masing metode dalam menangani dataset yang mengalami 

ketidakseimbangan kelas. 

Tabel 4. 62 Hasil Evaluasi pengujian tanpa SMOTE dan dengan SMOTE 

Skenario Metode 0 (Precision, 
Recall, F1) 

1 (Precision, 
Recall, F1) 

2 (Precision, 
Recall, F1) Akurasi 

1 - Tanpa 
SMOTE RF 0.81, 0.53, 0.64 0.00, 0.00, 0.00 0.79, 0.94, 

0.86 0.79 

1 - 
Dengan 
SMOTE 

RF 0.72, 0.63, 0.68 0.17, 0.10, 0.12 0.82, 0.87, 
0.84 0.78 

2 - Tanpa 
SMOTE RF 0.82, 0.48, 0.61 0.00, 0.00, 0.00 0.78, 0.95, 

0.86 0.78 

2 - 
Dengan 
SMOTE 

RF 0.69, 0.62, 0.65 0.00, 0.00, 0.00 0.80, 0.85, 
0.83 0.76 

3 - Tanpa 
SMOTE RF 0.81, 0.51, 0.62 0.00, 0.00, 0.00 0.78, 0.95, 

0.86 0.78 

3 - 
Dengan 
SMOTE 

RF 0.69, 0.65, 0.67 0.17, 0.08, 0.11 0.82, 0.85, 
0.83 0.77 

4 - Tanpa 
SMOTE RF 0.81, 0.49, 0.61 0.00, 0.00, 0.00 0.78, 0.95, 

0.85 0.78 

4 - 
Dengan 
SMOTE 

RF 0.70, 0.64, 0.67 0.12, 0.06, 0.09 0.81, 0.86, 
0.84 0.77 

1 - Tanpa 
SMOTE NN 0.63, 0.50, 0.56 0.17, 0.10, 0.12 0.77, 0.86, 

0.81 0.73 

1 - 
Dengan 
SMOTE 

NN 0.42, 0.66, 0.51 0.06, 1.00, 0.12 0.66, 0.13, 
0.21 0.31 

2 - Tanpa 
SMOTE NN 0.75, 0.19, 0.30 0.09, 0.05, 0.06 0.71, 0.96, 

0.81 0.70 

2 - 
Dengan 
SMOTE 

NN 0.47, 0.67, 0.55 0.11, 0.50, 0.18 0.77, 0.53, 
0.63 0.57 

3 - Tanpa 
SMOTE NN 0.57, 0.48, 0.52 0.04, 0.08, 0.05 0.75, 0.77, 

0.76 0.67 

3 - 
Dengan 
SMOTE 

NN 0.49, 0.68, 0.57 0.05, 0.77, 0.09 0.80, 0.21, 
0.33 0.36 
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Skenario Metode 0 (Precision, 
Recall, F1) 

1 (Precision, 
Recall, F1) 

2 (Precision, 
Recall, F1) Akurasi 

4 - Tanpa 
SMOTE NN 0.41, 0.78, 0.54 0.03, 0.06, 0.04 0.78, 0.43, 

0.55 0.53 

4 - 
Dengan 
SMOTE 

NN 0.43, 0.75, 0.54 0.10, 0.42, 0.16 0.79, 0.41, 
0.54 0.52 

 

 Dalam analisis kinerja metode klasifikasi, perbandingan antara Random 

Forest (RF) dan Neural Network (NN) dapat dilakukan berdasarkan hasil pengujian 

yang dilakukan dengan dan tanpa penerapan teknik SMOTE (Synthetic Minority 

Over-sampling Technique). Hasil pengujian ini memberikan gambaran yang jelas 

mengenai efektivitas masing – masing metode dalam menangani dataset dengan 

ketidakseimbangan kelas. 

 Pada skenario pengujian tanpa penerapan SMOTE, Random Forest 

menunjukkan kinerja yang lebih stabil dan efektif dibandingkan dengan Neural 

Network. Dalam pengujian pertama tanpa SMOTE, RF memperoleh nilai presisi 

0.81, recall 0.53, dan F1-score 0.64. Nilai – nilai ini menunjukkan bahwa RF 

mampu mendeteksi kelas positif dengan baik, meskipun terdapat kesulitan dalam 

mendeteksi kelas 1, yang ditunjukkan dengan nilai presisi dan recall yang sama-

sama nol. Namun, RF tetap menunjukkan performa yang cukup baik di kelas lain 

terutama pada kelas 2, di mana presisi mencapai 0.79, recall 0.94, dan F1-score 

0.86, serta akurasi keseluruhan mencapai 0.79. Keberhasilan RF dalam mendeteksi 

kelas 2 mencerminkan kemampuannya dalam menghasilkan model yang dapat 

diandalkan, meskipun terdapat tantangan pada kelas lainnya. 

 Sebaliknya, Neural Network menunjukkan performa yang lebih fluktuatif 

dalam skenario tanpa SMOTE. Pada pengujian pertama, NN memperoleh nilai 
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presisi 0.63, recall 0.50, dan F1-score 0.56, dengan akurasi sebesar 0.73. Meskipun 

hasil ini tidak buruk, namun NN menunjukkan kesulitan yang lebih besar dalam 

mendeteksi kelas-kelas tertentu, terutama pada kelas 1. Selain itu, ketika teknik 

SMOTE diterapkan, kinerja NN justru mengalami penurunan yang signifikan. 

Dalam skenario pertama dengan SMOTE, akurasi NN anjlok menjadi 0.31, dengan 

presisi yang sangat rendah (0.42) dan F1-score yang tidak memuaskan (0.51). 

Penurunan ini menunjukkan bahwa penerapan SMOTE tidak berhasil 

meningkatkan kinerja NN dan bahkan memperburuk performanya dalam hal 

klasifikasi. 

 Pada skenario-skenario lainnya, meskipun RF masih menunjukkan hasil 

yang lebih baik secara konsisten, NN mengalami kesulitan dalam mempertahankan 

performa yang baik. Di skenario kedua tanpa SMOTE, RF mencatat nilai akurasi 

0.78, sementara NN hanya mencapai 0.70. Dalam skenario ketiga tanpa SMOTE, 

RF mencatat akurasi 0.79, sedangkan NN hanya mencapai 0.67. Ini menunjukkan 

bahwa RF lebih unggul dalam hal stabilitas kinerja, dengan nilai F1-score yang 

tetap berada di atas 0.60 dalam beberapa pengujian, sedangkan NN cenderung 

menunjukkan nilai yang lebih rendah dan tidak konsisten. 
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 Gambar 4.19 di atas menyajikan perbandingan akurasi RF dan NN pada 

berbagai skenario, baik dengan maupun tanpa SMOTE. Hasil ini memperlihatkan 

stabilitas performa RF yang lebih baik dibandingkan NN pada data tidak seimbang. 

Ketika kita mengamati kinerja RF dengan penerapan SMOTE, meskipun terjadi 

sedikit penurunan dalam akurasi (misalnya, dari 0.79 menjadi 0.78 dalam skenario 

pertama), RF masih mampu mempertahankan nilai presisi dan recall yang lebih 

baik dibandingkan dengan NN yang menggunakan SMOTE. Misalnya, pada 

skenario kedua dengan SMOTE, RF memiliki nilai presisi 0.69 dan recall 0.62, 

sementara NN hanya mencatat nilai presisi 0.47 dan recall 0.67. Hal ini 

menunjukkan bahwa meskipun SMOTE dapat membantu mengatasi 

ketidakseimbangan data, efeknya terhadap NN tidak optimal dan tidak memberikan 

keuntungan yang diharapkan. 

Gambar 4. 19 Perbandingan Akurasi RF dn NN 
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 Selain itu juga pada Tabel 4.63 menunjukkan hasil evaluasi kinerja model 

Random Forest (RF) dan Neural Network (NN) pada berbagai skenario pembagian 

data (90:10, 80:20, 75:25, dan 70:30), baik sebelum maupun setelah penghapusan 

fitur. Evaluasi dilakukan berdasarkan empat metrik utama yaitu Accuracy, 

Precision, Recall, dan F1 Score. 

Tabel 4. 63 Hasil Evaluasi RF dan NN Sebelum dan Setelah Penghapusan Fitur 
Skenario Model Accuracy Precision Recall F1 Score 

90:10 (Tanpa Penghapusan Fitur) RF 0.793187 0.775816 0.793187 0.771339 

90:10 (Dengan Penghapusan Fitur) RF 0.790754 0.780801 0.790754 0.764278 

80:20 (Tanpa Penghapusan Fitur) RF 0.784672 0.770986 0.784672 0.758805 

80:20 (Dengan Penghapusan Fitur) RF 0.766423 0.752592 0.766423 0.735829 

75:25 (Tanpa Penghapusan Fitur) RF 0.787731 0.771265 0.787731 0.763513 

75:25 (Dengan Penghapusan Fitur) RF 0.775073 0.761571 0.775073 0.746102 

70:30 (Tanpa Penghapusan Fitur) RF 0.784266 0.769199 0.784266 0.758548 

70:30 (Dengan Penghapusan Fitur) RF 0.765612 0.754769 0.765612 0.732402 



134 
 

 
 

Skenario Model Accuracy Precision Recall F1 Score 

90:10 (Tanpa Penghapusan Fitur) NN 0.729927 0.714923 0.729927 0.718469 

90:10 (Dengan Penghapusan Fitur) NN 0.688564 0.703924 0.688564 0.693087 

80:20 (Tanpa Penghapusan Fitur) NN 0.700730 0.704181 0.700730 0.638445 

80:20 (Dengan Penghapusan Fitur) NN 0.666667 0.644845 0.666667 0.612734 

75:25 (Tanpa Penghapusan Fitur) NN 0.665044 0.674497 0.665044 0.668254 

75:25 (Dengan Penghapusan Fitur) NN 0.490750 0.643970 0.490750 0.497588 

70:30 (Tanpa Penghapusan Fitur) NN 0.526358 0.650290 0.526358 0.534966 

70:30 (Dengan Penghapusan Fitur) NN 0.699108 0.674999 0.699108 0.676362 

 

 Pada model RF, meskipun terdapat penurunan kecil pada sebagian besar 

metrik setelah penghapusan fitur, penurunan tersebut tidak signifikan. RF 

menunjukkan kinerja yang cukup stabil meskipun ada perubahan pada data input. 

Sebagai contoh, pada skenario 90:10, akurasi RF turun dari 0.793 menjadi 0.791, 

dan pada skenario 80:20, akurasi turun dari 0.785 menjadi 0.766. Metrik lainnya 
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seperti precision, recall, dan F1 score juga mengalami penurunan, namun tidak 

secara drastis. Hal ini menunjukkan bahwa RF tetap mampu mempertahankan 

keseimbangan antara precision dan recall meskipun fitur dihapus. Sebaliknya, pada 

model NN, penghapusan fitur menyebabkan penurunan yang lebih signifikan pada 

semua metrik. Pada skenario 90:10, akurasi NN turun tajam dari 0.730 menjadi 

0.689 setelah penghapusan fitur, dan penurunan serupa terlihat pada skenario lain, 

seperti 80:20, di mana akurasi turun dari 0.701 menjadi 0.667. Penurunan ini juga 

tercermin pada precision, recall, dan F1 score, yang menunjukkan bahwa NN sangat 

terpengaruh oleh penghapusan fitur. Misalnya, pada skenario 75:25, precision NN 

turun dari 0.674 menjadi 0.644, sementara recall turun dari 0.665 menjadi 0.491. 

Pengaruh penghapusan fitur pada NN jauh lebih besar dibandingkan dengan RF, 

yang menandakan bahwa NN lebih sensitif terhadap perubahan pada fitur input. 

 

Gambar 4. 20 Perbandingan Akurasi Penghapusan Fitur Penting 
 

 Gambar 4.20 di atas menyajikan perbandingan akurasi antara Random 

Forest (RF) dan Neural Network (NN) pada berbagai skema evaluasi, baik dengan 

maupun tanpa penghapusan fitur. Hasil ini menunjukkan bahwa Random Forest 
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lebih stabil dalam hal akurasi meskipun ada penghapusan fitur, sementara Neural 

Network lebih sensitif terhadap perubahan dimensi data. Pada skema evaluasi 

70:30, baik RF maupun NN tanpa penghapusan fitur memiliki akurasi yang hampir 

sama, sekitar 0.79, namun RF tetap menunjukkan performa yang lebih konsisten 

meskipun fitur dihapus. Sebagai contoh, pada skema 80:20 dan 90:10, Random 

Forest mempertahankan akurasi yang cukup baik (0.78 - 0.79) meskipun ada 

penghapusan fitur, sementara Neural Network mengalami penurunan akurasi yang 

lebih signifikan setelah penghapusan fitur, dengan akurasi yang turun drastis 

menjadi 0.49 dan 0.53. Hal ini menegaskan bahwa Random Forest lebih robust 

terhadap pengurangan fitur dan dapat mempertahankan kinerjanya pada berbagai 

skema evaluasi dengan data terbatas, sedangkan Neural Network memerlukan fitur 

yang lebih lengkap dan data pelatihan yang lebih banyak untuk mempertahankan 

performanya. 

 
Gambar 4. 21 Faktor Penting Model RF 

 

 Gambar 4.21 ini menampilkan sepuluh fitur teratas yang berperan penting 

dalam model Random Forest (RF) yang dirancang untuk memprediksi kategori 
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kelas 90. Di urutan pertama adalah "num_voted_users", diikuti oleh 

"movie_facebook_likes" dan "num_critic_for_reviews". Fitur-fitur ini 

menunjukkan bahwa jumlah suara pengguna, likes di Facebook, dan ulasan kritikus 

adalah aspek kunci dalam memprediksi kelas 90. Fitur lain, seperti "aspect_ratio" 

dan "num_user_for_reviews," juga cukup penting, menunjukkan bahwa faktor 

visual dan umpan balik pengguna turut berkontribusi dalam model prediksi RF 

 
Gambar 4. 22 Faktor Penting Model NN 

 

 Gambar ini menunjukkan peringkat kepentingan fitur dalam model Neural 

Network (NN). Fitur "num_voted_users" menonjol sebagai yang paling penting, 

dengan nilai tertinggi dalam kontribusi prediksi. Ini menunjukkan bahwa NN 

menganggap jumlah pengguna yang memberikan suara pada film sebagai faktor 

dominan dalam memprediksi popularitasnya. Selanjutnya, 

"num_user_for_reviews" juga berperan penting, yang mengindikasikan bahwa 

jumlah ulasan pengguna adalah aspek signifikan lainnya. Sementara itu, fitur 

lainnya menunjukkan nilai kepentingan lebih rendah, yang artinya mereka memiliki 

kontribusi kecil dalam prediksi popularitas film 
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 Secara keseluruhan, hasil analisis menunjukkan bahwa Random Forest 

(RF) adalah metode yang lebih baik dibandingkan Neural Network (NN) dalam hal 

akurasi, presisi, dan recall pada dataset ini. RF tidak hanya lebih konsisten dalam 

menghasilkan nilai – nilai yang lebih tinggi di berbagai skenario, tetapi juga lebih 

efektif dalam mendeteksi kelas-kelas yang relevan. Meskipun penghapusan fitur 

berdampak pada penurunan kinerja kedua model, RF tetap mempertahankan 

kinerjanya dengan lebih stabil. Dengan demikian, untuk tujuan klasifikasi pada 

dataset ini, disarankan untuk menggunakan Random Forest sebagai metode 

klasifikasi utama, mengingat kinerjanya yang superior dan kemampuannya untuk 

memberikan hasil yang lebih dapat diandalkan. Sementara itu, Neural Network 

mungkin memerlukan penyesuaian lebih lanjut, seperti tuning hyperparameter atau 

metode lain untuk meningkatkan performa dan mencapai hasil yang lebih baik pada 

pengujian mendatang. 

4.4.3 Integrasi Penelitian Dalam Tafsir Al-Qur’an dan Hadist 

 HabluminAllah 

 Penelitian ini bertujuan untuk menciptakan model prediksi rating film 

yang lebih akurat, yang dapat dimanfaatkan untuk menghasilkan konten yang 

membawa pesan moral dan bermanfaat bagi masyarakat. Hubungan manusia 

dengan Allah dalam konteks ini terlihat dari bagaimana penelitian diarahkan agar 

menjadi ibadah dan amal saleh yang dapat mendekatkan kepada-Nya. 

 Allah SWT memerintahkan untuk menyeru kepada jalan-Nya dengan cara 

yang baik. Dalam Surat An-Nahl Ayat 125, Allah berfirman: 



139 
 

 
 

 وَهُوَ هلِيْبِسَ نْعَ َّلضَ نْبمَِ مُلَعْاَ وَهُ كََّبرَ َّناِ نُۗسَحْاَ يَهِ تيَِّْل3ِ مْلهُْدِاجَوَ ةِنَسَلحَْا ةِظَعِوْمَلْاوَ ةِمَكْلح3ِِْ كَبِّرَ لِيْبِسَ لىٰاِ عُدْاُ
  نَيْدِتَهْمُل3ِْ مُلَعْاَ
 

“Serulah (manusia) kepada jalan Tuhanmu dengan hikmah dan pelajaran yang 
baik, dan bantahlah mereka dengan cara yang baik.” (QS. An-Nahl: 125) 
 

 Hal ini menunjukkan bahwa penelitian yang dilakukan dalam konteks 

industri film bisa diarahkan untuk menjadi alat dakwah, menyeru kepada nilai – 

nilai yang baik, dan menghindari hal-hal yang tidak diridhai Allah. 

Al-Qur'an juga menekankan bahwa Allah melihat setiap usaha manusia dan 

memberikan balasan yang sesuai. Dalam Surat At-Taubah Ayat 105, Allah 

berfirman: 

نَۚوْلُمَعْـَت مْتُْـنكُ ابمَِ مْكُئُبِّـَنـُيـَف ةِدَاهََّشلاوَ بِيْغَلْا مِلِعٰ لىٰاِ نَوُّْدترَُسَوَ نَۗوْـُنمِؤْمُلْاوَ هلُوْسُرَوَ مْكُلَمَعَ fُّٰا ىيرََسَفَ اوْلُمَعْا لِقُوَ  
  

“Dan katakanlah, ‘Bekerjalah kamu, maka Allah dan Rasul-Nya serta orang-orang 
mukmin akan melihat pekerjaanmu itu.” (QS. At-Taubah: 105) 
 

 Ini menunjukkan bahwa penelitian ilmiah, termasuk prediksi rating film, 

dapat menjadi bentuk amal ibadah jika ditujukan untuk mencari keridhaan Allah 

dan manfaat bagi manusia. Allah akan menghargai setiap usaha yang diniatkan 

untuk kebaikan. 

 Habluminannas 

 Hubungan dengan sesama manusia diwakili oleh bagaimana penelitian ini 

dapat memberikan manfaat bagi penonton, produser, dan pemangku kepentingan 

lainnya. Dengan meningkatkan akurasi prediksi rating, penelitian ini dapat 

membantu orang lain memilih konten yang berkualitas dan bermakna serta 
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memberikan pedoman bagi para pelaku industri untuk menciptakan karya yang 

sesuai dengan nilai moral dan etika. 

 Rasulullah SAW bersabda: 

سِاَّنللِ مْهُعُفَـْنأَ سِاَّنلا يرُْخَ  
 

"Sebaik-baik manusia adalah yang paling bermanfaat bagi orang lain." (HR. 
Ahmad, ath-Thabrani, ad-Daruqutni. Hadits ini dihasankan oleh al-Albani di dalam 
Shahihul Jami’ no: 3289) 
 

 Dalam penelitian ini, manfaat yang diberikan mencakup panduan untuk 

industri perfilman dalam menghasilkan konten yang bernilai positif serta membantu 

penonton dalam menentukan pilihan tontonan yang baik dan sesuai dengan nilai – 

nilai  keagamaan. 

 Islam memperbolehkan hiburan yang tidak melanggar syariat. Dalam 

sebuah hadits, Nabi Muhammad SAW bersabda: 

ا�قحَ كَيْلَعَ كَنِيْعَلِ َّنإِوَ ،ا�قحَ كَيْلَعَ كَدِسَلجَِ َّنإِ  
 

"Sesungguhnya ada waktu untuk beristirahat dan waktu untuk bersungguh-
sungguh." (Bukhari dalam Shahih Bukhari no. 5199) 
 

 Film yang disusun dengan baik, tidak hanya sebagai hiburan semata tetapi 

juga sebagai sarana belajar dan dakwah, mencerminkan hubungan yang baik 

dengan sesama karena memberi ruang hiburan yang edukatif dan inspiratif. 

 Hadits Rasulullah SAW menyebutkan pentingnya kejujuran dan 

menghindari penipuan dalam pekerjaan: 

اَّنمِ سَيْلَـَف انََّشغَ نْمَ  
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"Barangsiapa yang menipu, maka ia bukanlah bagian dari kami." (HR Muslim no. 
101) 
 

 Dalam industri film, penelitian ini mengajarkan untuk menjaga integritas, 

baik dalam penyajian data maupun dalam menyajikan konten film yang jujur, tanpa 

manipulasi atau kebohongan. Hal ini penting untuk menjaga kepercayaan dan 

memberikan manfaat yang sebenarnya bagi orang lain. 

 

 Habluminal’alam 

 Hubungan manusia dengan alam mencakup pemanfaatan ilmu dan 

teknologi dengan bijaksana. Teknologi data analytics dan machine learning yang 

digunakan dalam penelitian ini adalah bagian dari sarana yang Allah berikan kepada 

manusia untuk memahami lebih dalam fenomena di dunia, termasuk dalam industri 

film. Pemanfaatan teknologi ini diharapkan membawa manfaat dan bukan 

kerusakan. 

Allah SWT dalam Surat Al-Mulk Ayat 15 berfirman: 

رُوْشُُّنلا هِيْلَاِوَ هۗقِزْرِّ نْمِ اوْلُكُوَ اهَبِكِانَمَ فيِْ اوْشُمْافَ لاًوْلُذَ ضَرْلاَْا مُكُلَ لَعَجَ يْذَِّلا وَهُ  
  

“Dialah yang menjadikan bumi ini mudah bagi kamu, maka berjalanlah di segala 
penjurunya dan makanlah dari rezeki yang dikaruniakan Allah, dan hanya kepada-
Nya-lah kamu (kembali setelah) dibangkitkan.” (QS. Al-Mulk: 15) 
 

 Teknologi dan ilmu data yang dikembangkan adalah bentuk amanah yang 

harus dijalankan dengan baik, tidak disalahgunakan untuk kepentingan yang 

merugikan orang lain. Pengembangan model prediksi yang jujur dan beretika 



142 
 

 
 

mencerminkan pemanfaatan ilmu yang sesuai dengan perintah Allah untuk menjaga 

alam semesta. 

 Dalam mengembangkan teknologi, penting untuk menjaga agar tidak 

terjadi kerusakan. Allah berfirman dalam Surat Al-Baqarah Ayat 205: 

¢¡ ۝ دَاسَفَلْا ُّبيحُِ لاَ fُّٰا وَ لَۗسَّْنلاوَ ثَرْلحَْا كَلِهْـُيوَ اهَْـيفِ دَسِفْـُيلِ ضِرْلاَْا فىِ ىعٰسَ لىّٰوَـَت اذَاِوَ  
 
“Dan apabila ia berpaling (dari kamu), dia berjalan di bumi untuk mengadakan 
kerusakan padanya dan merusak tanaman-tanaman dan binatang ternak, dan Allah 
tidak menyukai kerusakan.” (QS. Al-Baqarah: 205) 
 

 Dalam konteks ini, penelitian tentang prediksi rating film dan pengelolaan 

data harus dilakukan dengan hati-hati agar tidak menciptakan "kerusakan" di 

industri film, seperti manipulasi data atau eksposur konten negatif yang merusak 

moral masyarakat. 

 Rasulullah SAW juga menekankan pentingnya usaha yang baik dan 

bertujuan untuk kebaikan. Dalam sebuah hadits, beliau bersabda: 

ءٌيْشَ مْهِرِوجُأُ نْمِ صَقُْـنـَي نْأَ يرِْغَ نْمِ هُدَعْـَب اَِ¤ لَمِعَ نْمَ رُجْأَوَ اهَرُجْأَ هُلَـَف ،ةًنَسَحَ ةًَّنسُ مِلاَسْلإِا فيِ َّنسَ نْمَ  
 

"Barangsiapa memulai sesuatu yang baik, maka baginya pahala dan juga pahala orang 
yang mengikutinya." (Shahih Muslim no. 1017) 
 

 Pengembangan model prediksi rating film ini diharapkan memulai usaha 

baik dalam memberikan rekomendasi yang mendidik, mengedepankan moral, serta 

mengarahkan penonton pada tontonan yang bermanfaat
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BAB V 

KESIMPULAN DAN SARAN 

5.1 Kesimpulan 

Berdasarkan analisis dan pembahasan hasil penelitian prediksi rating film, maka 

diambil kesimpulan sebagai berikut:  

1. Penelitian ini mengidentifikasi beberapa faktor utama yang mempengaruhi skor 

IMDb dari sebuah film. Faktor-faktor ini menunjukkan bagaimana elemen 

tertentu dalam produksi dan pemasaran film dapat memengaruhi persepsi 

audiens serta penilaian yang diberikan. Berikut adalah beberapa faktor utama 

yang berperan: 

a. Genre, tema judul, popularitas aktor, dan durasi film merupakan faktor-faktor 

utama yang mempengaruhi skor IMDb. Genre Drama, Drama/Romance, dan 

kombinasi Action/Crime/Thriller cenderung mendapatkan skor lebih tinggi, 

mengindikasikan bahwa penonton lebih menghargai narasi yang kompleks dan 

emosional. 

b. Tema dalam judul yang mencerminkan pengalaman universal, seperti "Love" 

dan "Life," lebih disukai oleh audiens dan berkorelasi dengan skor IMDb yang 

lebih tinggi. Judul yang menyentuh emosi atau pengalaman manusia umum 

cenderung memiliki daya tarik yang kuat. 

c. Popularitas aktor sedikit mempengaruhi skor IMDb, meskipun kualitas cerita 

tetap menjadi faktor dominan. Kehadiran aktor terkenal berkontribusi terhadap 

perhatian audiens tetapi tidak selalu menjamin skor yang tinggi. 
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d. Film dengan durasi panjang (120-180 menit) atau sangat panjang (>180 menit) 

cenderung memperoleh skor yang sedikit lebih tinggi, menunjukkan bahwa 

penonton mungkin menghargai film yang memungkinkan eksplorasi cerita 

lebih dalam. 

e. Content rating film juga mempengaruhi skor IMDb; film dengan rating dewasa 

("R" atau "NC-17") biasanya memiliki skor lebih tinggi karena sering kali 

menampilkan tema yang lebih kompleks dan matang. 

2. Selain faktor-faktor yang mempengaruhi skor IMDb, penelitian ini juga 

membandingkan efektivitas metode Random Forest (RF) dan Neural Network 

(NN) dalam memprediksi skor IMDb, terutama pada dataset dengan 

ketidakseimbangan kelas. Hasil perbandingan ini menunjukkan kelebihan dan 

kekurangan masing – masing metode dalam menangani data yang tidak 

seimbang. Berikut adalah ringkasan temuan dari analisis perbandingan ini: 

a. Secara keseluruhan, Random Forest menunjukkan performa yang lebih baik dan 

stabil dibandingkan dengan Neural Network dalam memprediksi skor IMDb, 

terutama pada data yang tidak seimbang. RF memiliki akurasi, presisi, dan recall 

yang lebih konsisten di seluruh skenario pengujian. 

b. Penggunaan teknik SMOTE untuk menangani ketidakseimbangan data lebih 

efektif pada metode Random Forest daripada Neural Network. Penerapan 

SMOTE pada NN justru menyebabkan penurunan akurasi secara signifikan di 

beberapa skenario, menunjukkan bahwa metode ini kurang optimal untuk data 

tidak seimbang dalam kasus NN. 
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c. Hasil dari model Random Forest (RF) menunjukkan bahwa "num_voted_users," 

"movie_facebook_likes," dan "num_critic_for_reviews" adalah faktor-faktor 

paling signifikan dalam memprediksi skor IMDb. Faktor-faktor ini menyoroti 

pentingnya jumlah suara pengguna, ulasan kritikus, dan eksistensi media sosial 

dalam memengaruhi persepsi terhadap film. Sementara itu, pada Neural 

Network (NN), fitur "num_voted_users" juga menduduki posisi tertinggi, diikuti 

oleh "num_user_for_reviews" dan "actor_3_facebook_likes," menegaskan 

bahwa jumlah pengguna yang terlibat memainkan peran utama dalam prediksi 

skor. 

d. Metode Random Forest (RF) terbukti lebih robust dan stabil meskipun terdapat 

perubahan pada fitur yang digunakan, sedangkan Neural Network (NN) 

cenderung lebih sensitif terhadap pengurangan fitur. Dalam penelitian ini, 

penghapusan fitur menghasilkan penurunan performa yang signifikan pada NN, 

terutama dalam akurasi dan metrik evaluasi lainnya, seperti precision, recall, dan 

F1 score. Hal ini menunjukkan bahwa RF lebih efektif dalam memanfaatkan 

informasi penting dari dataset tanpa terlalu bergantung pada keseluruhan fitur 

yang tersedia. 

e. RF memberikan hasil yang lebih baik dalam mendeteksi kelas positif dan 

memiliki kinerja yang lebih stabil pada kelas yang lebih dominan dalam dataset. 

Oleh karena itu, metode ini dapat diandalkan untuk memprediksi skor IMDb 

dengan konsistensi lebih tinggi. 
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f. Neural Network menunjukkan performa yang lebih fluktuatif dan kesulitan 

dalam menangani ketidakseimbangan kelas, yang berarti NN membutuhkan 

penyesuaian lebih lanjut untuk mengatasi kelemahan ini. 

5.2 Saran 

 Berdasarkan hasil penelitian, penulis mengemukakan saran untuk menjadi 

bahan pertimbangan di penelitian selanjutnya, diantaranya: 

1. Penelitian ini hanya menggunakan model prediksi Random Forest dan Neural 

Network, diharapkan untuk penelitian selanjutnya menambahkan atau menguji 

model prediksi lain untuk mendapat hasil akurasi yang lebih baik. 

2. Fokus pada pengembangan strategi pemasaran yang meningkatkan 

movie_facebook_likes dan num_voted_users, karena faktor-faktor ini 

menunjukkan kontribusi signifikan terhadap rating film. 

3. Pertimbangkan untuk melakukan analisis lebih dalam terhadap faktor yang 

memiliki kepentingan rendah di Neural Network, untuk memahami apakah ada 

faktor lain yang mempengaruhi rating yang tidak tertangkap oleh model ini. 

4. Analisis lanjutan juga bisa mengombinasikan genre dan content rating untuk 

menemukan pola yang lebih spesifik dalam preferensi penonton, yang dapat 

digunakan oleh produser dan sutradara untuk memahami pasar dengan lebih 

baik. 
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LAMPIRAN 



 
 

 
 

Lampiran I Pseudocode 

Import Libraries: 
        Import numpy, pandas, SMOTE from imblearn.over_sampling, StandardScaler and 
LabelEncoder from sklearn, train_test_split, matplotlib.pyplot, and seaborn. 
 
    Create Data Copies: 
        Copy the original DataFrame (df) to df_original to preserve original data. 
        Create a copy df_preparation from df_original for data preparation. 
 
    Handle Missing Values: 
        Check for missing values in df_preparation. 
        Drop rows with missing values in important columns (director_name, actor_1_name, 
actor_2_name, actor_3_name, gross, title_year). 
        Fill missing values in numeric columns (budget, num_critic_for_reviews, 
num_user_for_reviews, duration, actor_3_facebook_likes, actor_1_facebook_likes, 
actor_2_facebook_likes, director_facebook_likes, facenumber_in_poster) with the median of 
each column. 
        Fill missing values in categorical columns (color, content_rating, plot_keywords, 
language, country) with 'Unknown' and in aspect_ratio with its median. 
 
    Remove Duplicate Rows: 
        Drop duplicate rows in df_preparation. 
 
    Binning Variables: 
        IMDb Score: Create bins for IMDb score into categories (low, medium, high) and assign 
it to a new column IMDb_score_binned. 
        Duration: Create bins for film duration into categories (Short, Medium, Long, Very 
Long) and assign it to duration_binned. 
        Drop the original duration column. 
 
    Analyze Binned Data: 
        Calculate and display the average IMDb score for each duration category. 
        Calculate and display descriptive statistics for IMDb score based on duration categories. 
        Plot a boxplot to visualize the distribution of IMDb scores by film duration categories. 
 
    Encoding Categorical Variables: 
        Display data before encoding. 
        One-Hot Encoding: Apply one-hot encoding to categorical columns (color, 
content_rating, language). 
        Frequency Encoding: For columns with many unique categories (actor_1_name, 
actor_2_name, actor_3_name, plot_keywords, country), map each category to its frequency 
count and create new frequency-encoded columns. Drop the original columns. 



 
 

 
 

        Apply frequency encoding to director_name and genres, then drop these original 
columns. 
        Label Encoding: Encode IMDb_score_binned and duration_binned with label encoding 
and drop duration_binned if no longer needed. 
 
    Normalization: 
        Display summary statistics for numeric columns before normalization. 
        Apply StandardScaler to normalize budget, gross, actor_1_facebook_likes, and 
actor_2_facebook_likes. 
        Display summary statistics after normalization. 
 
    Outlier Handling: 
        Apply capping on gross to clip values within the 5th and 95th percentiles. 
 
    Data Splitting for Skenarios: 
        Split the dataset for four skenarios using train_test_split with stratified sampling: 
            Skenario 1: 90:10 
            Skenario 2: 80:20 
            Skenario 3: 75:25 
            Skenario 4: 70:30 
        Display samples of training and testing sets for each skenario. 
 
    Apply SMOTE on Training Sets: 
        For each skenario, apply SMOTE on the training data to handle class imbalance. 
 
    Check Final Dataset Information: 
        Display final dataset information and dimensions for each training/testing split and 
SMOTE-applied dataset. 
 



 
 

 
 

Lampiran II Hasil Evalusi Random Forest (RF) dan Neural Network (NN) 

Skenario Metode 0 (Precision, Recall, F1) 1 (Precision, Recall, F1) 2 (Precision, Recall, F1) Akurasi 
1 - Tanpa SMOTE RF 0.81, 0.53, 0.64 0.00, 0.00, 0.00 0.79, 0.94, 0.86 0.79 
1 - Dengan SMOTE RF 0.72, 0.63, 0.68 0.17, 0.10, 0.12 0.82, 0.87, 0.84 0.78 
2 - Tanpa SMOTE RF 0.82, 0.48, 0.61 0.00, 0.00, 0.00 0.78, 0.95, 0.86 0.78 
2 - Dengan SMOTE RF 0.69, 0.62, 0.65 0.00, 0.00, 0.00 0.80, 0.85, 0.83 0.76 
3 - Tanpa SMOTE RF 0.81, 0.51, 0.62 0.00, 0.00, 0.00 0.78, 0.95, 0.86 0.79 
3 - Dengan SMOTE RF 0.69, 0.65, 0.67 0.17, 0.08, 0.11 0.82, 0.85, 0.83 0.77 
4 - Tanpa SMOTE RF 0.81, 0.49, 0.61 0.00, 0.00, 0.00 0.78, 0.95, 0.85 0.78 
4 - Dengan SMOTE RF 0.70, 0.64, 0.67 0.12, 0.06, 0.09 0.81, 0.86, 0.84 0.77 
1 - Tanpa SMOTE NN 0.63, 0.50, 0.56 0.17, 0.10, 0.12 0.77, 0.86, 0.81 0.73 
1 - Dengan SMOTE NN 0.42, 0.66, 0.51 0.06, 1.00, 0.12 0.66, 0.13, 0.21 0.31 
2 - Tanpa SMOTE NN 0.75, 0.19, 0.30 0.09, 0.05, 0.06 0.71, 0.96, 0.81 0.70 
2 - Dengan SMOTE NN 0.47, 0.67, 0.55 0.11, 0.50, 0.18 0.77, 0.53, 0.63 0.57 
3 - Tanpa SMOTE NN 0.57, 0.48, 0.52 0.04, 0.08, 0.05 0.75, 0.77, 0.76 0.67 
3 - Dengan SMOTE NN 0.49, 0.68, 0.57 0.05, 0.77, 0.09 0.80, 0.21, 0.33 0.36 
4 - Tanpa SMOTE NN 0.41, 0.78, 0.54 0.03, 0.06, 0.04 0.78, 0.43, 0.55 0.53 
4 - Dengan SMOTE NN 0.43, 0.75, 0.54 0.10, 0.42, 0.16 0.79, 0.41, 0.54 0.52 

 


